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Introdu
tion

On a souvent besoin, en statistique, de faire des estimations, 
'est-à-dire

de "deviner" une quantité s dont on n'a observé qu'un nombre �ni d'e�ets

non déterministes, en général une réalisation d'une variable aléatoire y dont

la loi dépend de s. Par exemple, s peut désigner la densité de 
ette loi par

rapport à une mesure µ 
onnue. Un des problèmes qui se pose est que l'on

doit toujours faire des hypothèses sur Y et s, plus ou moins simpli�
atri
es,

si l'on veut aboutir à un résultat intéressant.

Prenons un exemple révélateur des enjeux du problème : on a observé

les valeurs d'une fon
tion f en 1000 points de l'intervalle [0 ; 1], ave
 des

erreurs de mesure (elles sont inévitables) et/ou des aléas d'expérien
e, et on

voudrait estimer f . Il nous faut don
 dé
ider parmi quelle famille de fon
tions

nous 
her
hons une telle estimation. Ce 
hoix est 
ru
ial. En e�et, si nous

voulions par exemple estimer f par une fon
tion mesurable quel
onque, nous

aurions de nombreuses 
andidates, dont la plupart seraient très mauvaises,

pour l'estimation re
her
hée : 
e seraient toutes les fon
tions mesurables qui

prennent les mêmes valeurs que 
elles mesurées pour f en 
ha
un des 1000
points 
hoisis... Il ne faut don
 pas 
hoisir une famille trop grande. Mais il faut

évidemment qu'elle ne soit pas non plus trop peu fournie, pour que l'on puisse

espérer y trouver une estimation 
orre
te de f . L'idée qui vient naturellement

à l'esprit est de se limiter à un espa
e ve
toriel de dimension �nie, par exemple

les fon
tions 
onstantes sur 
haque intervalle du type [j/n; (j + 1)/n[ ou

bien les 
ombinaisons linéaires de eıjx,−n ≤ j ≤ n. Pour 
ha
un de 
es

modèles, il est fa
ile de trouver une "bonne" estimation de f (
ela revient

à une proje
tion orthogonale dans L2
). Ce qui est moins évident, 
'est de


hoisir parmi tous 
es modèles.

En e�et, les erreurs de mesure n'auront pratiquement au
un impa
t pour

le modèle où f est 
onstante, mais une telle approximation a toutes les


han
es d'être assez mauvaise. A l'inverse, en 
her
hant f 
onstante sur des

intervalles d'amplitude 1/1000, on est a priori beau
oup plus près de la réa-

lité, mais les erreurs de mesure in�uen
ent 
onsidérablement le résultat. Il

faut 
her
her un 
ompromis entre 
es deux extrêmes, 
'est l'objet de la sé-

le
tion de modèles. La �gure 1 parle d'elle-même.

Examinons un autre exemple, la séle
tion de variables : on a observé une

variable y (par exemple le taux de pollution à Paris) et N autres paramètres

x1, . . . , xN
(la vitesse du vent, son 
arré, la température, la densité du tra�


automobile...) à n instants distin
ts (et su�sament éloignés). On suppose

que y ne dépend que de 
es N paramètres, et nous ne nous intéresserons i
i

qu'au 
as d'une dépendan
e linéaire. Mais 
omme on a sans doute trop pris

de variables expli
atives (pour être 
ertains de ne rien oublier), et les don-

3



Fig. 1 � l'observation, la fon
tion 
her
hée et le "bon" modèle.

nées n'étant pas assez nombreuses, il serait désastreux de laisser y dépendre

de tous les xj
. Il s'agit don
 de séle
tionner parmi les xj

quelles sont les

variables dont l'in�uen
e est la plus signi�
ative. Et si l'on peut fa
ilement


on
evoir une mesure de l'in�uen
e d'une variable sur le taux de pollution, il

est beau
oup moins évident intuitivement de déterminer un seuil de séle
tion.

Revenons dans un 
adre plus rigoureux pour 
onstater que 
ette question

de 
ompromis au niveau de la dimension du modèle est au 
÷ur du problème.

Dans toute la suite, nous assimilerons les fon
tions (par exemple µ) et le n-
uplet 
orrespondant, dont la ième


oordonnée 
orrespond à la valeur de la

fon
tion en question à l'instant i (pour µ, 
'est (µ1, . . . , µn)).On pose aussi

Y = (y1, . . . , yn) et Xj = (xj
1, . . . , x

j
n). Dans le 
as de la séle
tion de variables,

pour m ⊂ {1, . . . , N}, on note Sm l'espa
e engendré par les Xj
, j ∈ m et on

suppose que l'on a Y = µ(X1, . . . , XN ) + σξ où ξ est un ve
teur Gaussien

standard. L'estimateur 
lassique de µ est µ̂m, la proje
tion orthogonale de

Y sur Sm. Pour évaluer ses performan
es, on regarde son risque quadratique

E

[
‖µ̂m − µ‖2

n

]
où ‖ · ‖n désigne la norme eu
lidienne usuelle divisée par un

fa
teur

√
n. Celui-
i se 
al
ule aisément :

E
[
‖µ̂m − µ‖2

n

]
=

σ2|m|
n

+ ‖µm − µ‖2
n,
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µm désignant la proje
tion orthogonale de µ sur Sm. Pour minimiser 
e risque,

il faut don
 éviter de prendre |m| grand (premier terme), tout en prenant un

espa
e assez gros (deuxième terme). On retrouve i
i le 
ompromis qu'on avait

repéré intuitivement et que la �gure 1 permet de visualiser.

Nous allons don
 nous pla
er dans un 
adre formel assez général où nous

donnerons une méthode de séle
tion de modèles fondée sur le prin
ipe de

la pénalisation (pour favoriser les modèles de plus petite dimension). Nous

verrons ensuite plus pré
isément 
e que l'on obtient dans le 
as de la séle
tion

de variables. En�n, à l'aide de simulations numériques, nous testerons plus

pré
isément notre méthode, en parti
ulier pour voir 
omment il faut en régler

les paramètres a�n d'optimiser ses performan
es.

1 Modèles Gaussiens

1.1 Pro
essus gaussiens

Nous allons limiter notre étude au 
as gaussien, 
e qui présente l'avantage

de simpli�er les démonstrations tout en mettant en éviden
e les aspe
ts les

plus importants de la méthode dé
rite. Les résultats obtenus ont également

l'avantage d'être plus pré
is.

Cependant, nous allons dé�nir un 
adre général pour notre étude, 
e qui

permet de traiter simultanément � entre autres � la séle
tion de variables

et les problèmes de régression. Pour 
ela, il semble naturel d'introduire une

généralisation en dimension in�nie de la notion de ve
teur gaussien standard

(
'est le pro
essus linéaire isonormal), puis de ve
teur gaussien de matri
e de


ovarian
e proportionnelle à l'identité (
'est le pro
essus linéaire Gaussien).

1.1.1 Dé�nition générale

Dans la suite, nous 
onsidérons toujours un espa
e de Hilbert H muni

d'un produit s
alaire 〈· , ·〉 et de la norme ‖ · ‖ asso
iée.

Dé�nition 1 (Pro
essus linéaire isonormal) Soit S un sous-espa
e ve
-

toriel de H et (Ω,A, P) un espa
e probabilisé. Un pro
essus linéaire isonormal

Z indexé par S est un pro
essus Gaussien 
entré, presque sûrement linéaire,

de stru
ture de 
ovarian
e

Cov(Z(t), Z(u)) = 〈t, u〉
La linéarité presque sûre signi�e qu'il existe une partie Ω′

de Ω telle que

P(Ω′) = 1 et

∀ω ∈ Ω′ ∀α, β ∈ R ∀t, u ∈ S, on a αZ(t)(ω) + βZ(u)(ω) = Z(αt + βu)(ω).
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Dé�nition 2 (Pro
essus linéaire Gaussien) Soit S un sous-espa
e ve
-

toriel de H. On appelle pro
essus linéaire Gaussien sur S de moyenne s ∈ H

et de varian
e ε2
un pro
essus Y indexé par S de la forme

Y (t) = 〈s, t〉 + εZ(t) ∀t ∈ S (1.1)

où Z désigne un pro
essus linéaire isonormal indexé par S.

Notre problème se résume alors ainsi : nous travaillons sur un espa
e abs-

trait Ω muni d'une tribu A et d'une famille (Ps)s∈H de probabilités sur 
et

ensemble. Es représente l'espéran
e sous Ps. Nous 
her
hons alors, disposant

d'une réalisation de Y , une estimation du s 
orrespondant à la loi Ps sous

laquelle Y à été tirée (étant donné s, Y dé�ni 
omme en (1.1) suit, sous

Ps, la loi d'un pro
essus linéaire Gaussien de moyenne s et de varian
e ε2
).

Nous appellerons alors estimateur toute fon
tion mesurable de Y à valeurs

dans H (ou dans des espa
es plus restreints, 
omme nous le verrons plus

tard), et évaluerons l'erreur d'un estimateur s̃ par son risque quadratique

Es

[
‖s − s̃‖2

]
(
e
i n'est possible que quand on 
onnaît s et don
 pour les


al
uls théoriques, mais pas dans la pratique).

1.1.2 Cas de la séle
tion de variables

Dans la pratique, on est souvent 
onfronté au problème parti
ulier de

la séle
tion de variables : on dispose d'une réalisation de y et on l'observe

en n instants distin
ts, ainsi que les valeurs 
orrespondantes de x1, ..., xN

qui sont des variables dont on suppose que s dépend. On se propose de

pré
iser 
ette dépendan
e, tout d'abord en séle
tionnant les variables dont

y dépend réellement, ou plut�t dont la dépendan
e est signi�
ative au vu

des données. Cela 
onduit à la formulation abstraite suivante. La mesure à n
instants distin
ts des quantités x1, . . . , xN

et de la réalisation de y nous donne

N + 1 ve
teurs de R
n
, X1, . . . , XN

et Y (la valeur à l'instant i 
orrespond à

l'indi
e i), ave
 N ≤ n et les Xj
sont supposés libres. On fait l'hypothèse que

yi = µ(x1
i , . . . , x

N
i ) + σξi où µ est une fon
tion déterministe de x1, . . . , xN

et

les ξi sont des variables aléatoires i.i.d.N (0, 1). Dans la suite, on se 
ontentera
d'une dépendan
e linéaire des xj

, i.e. µ(x1
i , . . . , x

N
i ) =

∑N
j=1 βjx

j
i .

Posons H = R
n
, S = ev

{
Xj

}
j∈{1,...,N}

. On munit R
n
du produit s
alaire

〈t, u〉 = n−1
∑n

i=1 tiui pour t, u ∈ R
n
(l'intérêt du 1/n étant de ne pas faire

intervenir le nombre n d'observations) et on pose s =
∑N

j=1 βjX
j
. On a alors,

pour tout t ∈ R
n

〈t, Y 〉 = 〈s, t〉 + εZ(t) avec Z(t) =
1

σ
√

n

n∑

i=1

ξiti et ε =
σ√
n

(1.2)
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Ave
 Y (t) = 〈t, Y 〉, on retrouve (1.1), et nous sommes don
 dans le 
adre

général qui y est dé�ni.

Nous nous intéresserons à la se
tion 3 aux résultats pré
is que l'on obtient

dans 
e 
as parti
ulier. Nous expliquerons pré
isément 
omment e�e
tuer


ette séle
tion de variables pour avoir une stratégie optimale en un 
ertain

sens, et nous déterminerons les risques d'erreur 
orrespondants.

1.1.3 Les problèmes de régression

Il s'agit d'une famille assez générale de problèmes de séle
tion de modèles

que l'on est amené à résoudre. On observe une suite de n observations indé-

pendantes Y = (y1, . . . , yn) de moyenne in
onnue s, que l'on se propose de

déterminer.

Par la suite, nous nous intéresserons à un 
as parti
ulier de régression, à

savoir l'interpolation de fon
tions par des fon
tions 
onstantes par intervalles.

L'idée est la suivante : on a observé les valeurs d'une fon
tion f en n points

x1, . . . , xn, ave
 de petites erreurs σξi, et on se propose de déterminer une

bonne approximation de f par une fon
tion 
onstante sur tous les intervalles

de la forme [j/m; (j + 1)/m[, m étant à déterminer de façon à minimiser le

risque d'erreur.

On peut formaliser 
e
i de la manière suivante, de façon à se ramener au


as d'un pro
essus linéaire Gaussien : H = S = R
n
, muni du produit s
alaire

〈t, u〉 = n−1
∑n

i=1 tiui. On observe Y = s + σξ où s = (f(x1), . . . , f(xn)) et

les ξi sont i.i.d. normales 
entrées réduites. Posons Y (t) = 〈t, Y 〉, Y est un

pro
essus linéaire Gaussien sur R
n
de moyenne s et de varian
e ε2 = σ2/n

ave
 Z(t) = n−1/2
∑n

i=1 ξiti

1.2 Modèles, estimateurs par proje
tion et ora
les

Nous voulons estimer la moyenne s d'un pro
essus linéaire Gaussien Y à

partir d'une réalisation de Y . Cela revient à 
onstruire un estimateur s̃ de s
(
'est-à-dire une fon
tion mesurable de Y et ε). On mesure sa qualité ave


son risque quadratique Es

[
‖s̃ − s‖2

]
.

1.2.1 Modèles linéaires

Dans la suite, un modèle sera un sous-espa
e ve
toriel de dimension �nie

de H. Remarquons que l'on peut très bien avoir un modèle de dimension 0
(
'est {0}). Considérons une famille dénombrable {Sm}m∈M de modèles. Cela

ne 
hange rien de 
onsidérer uniquement des sous-espa
es ve
toriels de S.

En e�et, prenons pour S l'espa
e ve
toriel engendré par la réunion des Sm.
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Cette famille étant dénombrable, on peut 
onstruire une base orthonormale

{ϕλ}λ∈Λ de S par orthonormalisation. On pose alors, pour t ∈ S, Z(t) =∑
λ∈Λ 〈t, ϕλ〉ξλ (un nombre �ni de termes étant non-nuls) où (ξλ)λ∈Λ est une

famille de variables aléatoires i.i.d. normales 
entrées réduites. On véri�e

aisément que Z est un pro
essus Gaussien isonormal indexé par S.

On appelle estimateur à valeurs dans Sm une fon
tion s̃m mesurable de

Y , qui prend ses valeurs dans Sm. Que peut-on espérer d'un tel estimateur,


'est-à-dire 
omment 
ara
tériser un estimateur optimal ? Cela n'a au
un

sens de minimiser son risque en 
haque point, dans la mesure où pour tout s,
l'estimateur 
onstant égal à s a un risque nul, tout en n'étant 
ertainement

pas optimal en général ! Une bonne façon de faire est de regarder pour 
haque

estimateur la plus grande erreur 
ommise lorsque s varie dans une partie T
bien 
hoisie de H, puis de 
her
her à minimiser 
ette quantité entre tous

les estimateurs possibles. Cela 
onduit à la dé�nition (
lassique) de risque

minimax :

Dé�nition 3 (Risque minimax) Etant donné un pro
essus Y dé�ni par

(1.1) et un sous-ensemble T de H, le risque minimax sur T est donné par :

RM(T , ε) = inf
ŝ

sup
s∈T

Es

[
‖ŝ − s‖2

]
(1.3)

où l'in�mum est pris sur tous les estimateurs possibles ŝ, i.e. les fon
tions

mesurables de Y .

Revenons au 
as des estimateurs à valeurs dans Sm. Leur risque quadratique

vaut :

Es

[
‖s̃m − s‖2

]
= ‖sm − s‖2 + Es

[
‖s̃m − sm‖2

]
, (1.4)

où sm désigne la proje
tion orthogonale de s sur Sm. Il s'agit don
 d'opti-

miser la quantité Es

[
‖s̃m − sm‖2

]
parmi les estimateurs à valeurs dans Sm.

Comme pré
édemment, il est préférable d'adopter un point de vue minimax

de 
e problème. On peut ainsi dé�nir le risque minimax d'estimation de la

proje
tion sm de s sur Sm : 
'est inf s̃m
sups∈Sm+t Es

[
‖s̃m−sm‖2

]
, ave
 t ∈ S⊥

m

(t représente la partie de s qu'on a 
hoisi d'oublier en prenant Sm 
omme

modèle. On le �xe pour séparer le risque lié au 
hoix du modèle du risque

d'erreur de l'estimateur sur la partie de s qu'on a 
hoisi de garder ave
 Sm.

Si on regardait un sup sur S, en faisant tendre ‖t‖ vers +∞, 
elui-
i serait

in�ni). Bien sûr, l'in�mum est pris sur les estimateurs à valeurs dans Sm. Or,

on a le résultat 
lassique suivant (reposant sur l'indépendan
e des restri
tions

de Y à Sm et à S⊥
m) :

inf
s̃m

sup
s∈Sm+t

Es

[
‖s̃m − sm‖2

]
≥ ε2Dm. (1.5)
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A l'aide de (1.4), on en déduit :

inf
s̃m

sup
s∈Sm+t

Es

[
‖s̃m − s‖2

]
≥ ‖t‖2 + ε2Dm (1.6)

1.2.2 Estimateurs par proje
tion

Nous allons maintenant dé�nir un estimateur qui est minimax sur le mo-

dèle Sm, puisque 
'est un 
as d'égalité de (1.6).

Dé�nition 4 (Estimateur par proje
tion) Soit Y un pro
essus linéaire

Gaussien indexé par un sous-espa
e ve
toriel S d'un espa
e de Hilbert H,

de moyenne s ∈ H et de varian
e ε2
. Soit S un sous-espa
e ve
toriel de

dimension �nie de S. Posons γ(t) = ‖t‖2−2Y (t). L'estimateur par proje
tion

sur S est alors dé�ni 
omme minimisant γ(t) pour t ∈ S.

Voi
i 
omment 
onstruire un tel estimateur, et pourquoi 
elui-
i est e�e
-

tivement unique. Soit Sm de dimension Dm, {ϕλ}λ∈Λm
une base orthonormale

de Sm et é
rivons t =
∑

λ∈Λm
βλϕλ. Minimiser γ(t) revient alors à minimiser∑

λ∈Λm
β2

λ − 2βλY (ϕλ). Ainsi,

ŝm =
∑

λ∈Λm

β̂λϕλ avec β̂λ = Y (ϕλ) = 〈s, ϕλ〉 + εZ(ϕλ) (1.7)

est l'estimateur par proje
tion sur Sm. Ce
i prouve son uni
ité et en donne

une 
onstru
tion expli
ite (que nous utiliserons par la suite). Remarquons que

dans le 
as où Y est un ve
teur Gaussien, ŝm est la proje
tion orthogonale

de Y sur Sm. Cal
ulons le risque 
orrespondant : en remarquant que sm =∑
λ∈Λm

〈s, ϕλ〉ϕλ, on a ŝm − sm = ε
∑

λ∈Λ Z(ϕλ)ϕλ. Comme les Z(ϕλ) sont

i.i.d. de loi normale standard et Dm = |Λm|, on obtient :

Es

[
‖ŝm − s‖2

]
= ‖sm − s‖2 + ε2Dm. (1.8)

Cela prouve que l'estimateur par proje
tion ŝm est minimax sur le modèle

Sm et qu'il y a égalité dans (1.5).

Dans la suite, on s'intéressera uniquement à 
e type d'estimateur, pour

un modèle Sm donné. En e�et, 
eux-
i possèdent l'avantage d'être simples (la

formule (1.7) fa
ilite les 
al
uls, aussi bien théoriques que pratiques), et ils

minimisent le 
ritère γ(t) = ‖t‖2 − 2Y (t). C'est sur 
ette se
onde propriété

que repose toute la 
onstru
tion que nous allons dé
rire. Notre but sera de

séle
tionner parmi les estimateurs ŝm le "meilleur" estimateur de s.
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1.2.3 Séle
tion de modèles idéale et ora
les

Idéalement, on voudrait, étant donnée une famille F = {Sm}m∈M de

modèles, 
hoisir m = m̄(s) qui réalise infm∈M

{
‖sm − s‖2 + ε2Dm

}
. Malheu-

reusement, 
omme le laisse entendre la notation m̄(s), 
ela n'est possible que
si l'on 
onnaît déjà s, alors que l'on dispose seulement d'une réalisation de

Y . Une telle pro
édure idéale de séle
tion est appelée ora
le. Son intérêt est

de nous donner un indi
ateur de la qualité statistique de la famille F , que

l'on dé�nit ainsi :

Dé�nition 5 (Pré
ision d'ora
le) Soit F = {Sm}m∈M une famille de

modèles linéaires de dimensions respe
tives Dm, dans un espa
e de Hilbert

H, une fon
tion s ∈ H et ε > 0. On note sm la proje
tion orthogonale de s
sur Sm. La pré
ision d'ora
le de la famille F est dé�nie par

aO(s,F , ε) = inf
m∈M

{
‖sm − s‖2 + ε2Dm

}
= inf

m∈M
Es

[
‖ŝm − s‖2

]
(1.9)

Autrement dit, la pré
ision d'ora
le est l'erreur minimale que l'on 
ommet

en se limitant à 
hoisir un modèle parmi la famille F . Comme 
ette valeur

ne peut pas raisonnablement être atteinte par la pro
édure de séle
tion de

modèles que nous voulons 
onstruire, nous devrons nous 
ontenter de 
her
her

à obtenir un estimateur s̃ tel que Es

[
‖s̃ − s‖2

]
≤ CaO(s,F , ε).

Mais une telle borne ne peut pas, en général, être atteinte. En e�et, si

{0} ∈ F et s = 0, aO(0,F , ε) = 0 et don
 s̃ = 0, P0 p.s. Les mesures

Ps étant mutuellement absolument 
ontinues, 
ela entraîne que s̃ = 0, Ps

p.s. pour tout s, 
e qui est évidemment un très mauvais estimateur... Plus

généralement, on peut montrer que le même phénomène se produit si l'on

ex
lut 0 mais que aO(s,F , ε) peut être arbitrairement petit. Nous devrons

don
 nous 
ontenter � au mieux � d'inégalités du type

∀ε > 0, ∀s ∈ H, Es

[
‖s̃ − s‖2

]
≤ C

[
aO(s,F , ε) + ε2

]
(1.10)

Le terme en ε2
permet d'éviter les problèmes que nous venons d'évoquer.

Remarquons en�n que si l'on impose, pour un δ > 0 �xé, ‖s‖ ≥ δε, on
retrouve une inégalité du type pré
édent, puisque aO(s,F , ε) ≥ ε2(1 ∧ δ2) et
don
 aO(s,F , ε) + ε2 ≤

[
(1 ∧ δ2)−1 + 1

]
aO(s,F , ε).
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2 Le Théorème prin
ipal

2.1 La méthode de séle
tion et ses performan
es

On va dé
rire une pro
édure de séle
tion de modèles visant à estimer

l'in
onnue s, à partir des estimateurs par proje
tion asso
iés à 
ha
un des

modèles. Comme on ne peut pas atteindre m̄(s), on va dé�nir m̂(Y ).
On veut minimiser, pour m ∈ M, le risque quadratique de ŝm :

Es

[
‖ŝm − s‖2

]
= ‖sm − s‖2 + ε2Dm = ‖s‖2 − ‖sm‖2 + ε2Dm

Or Es

[
‖ŝm‖2

]
= ‖sm‖2 + ε2Dm, don
 ‖s‖2 − ‖ŝm‖2 + 2ε2Dm est un estima-

teur sans biais du risque quadratique. Cela 
onduit à la méthode heuristique

proposée par Mallows en 1964. L'idée de la pénalisation est de rempla
er le

terme 2ε2Dm par une pénalité pen(m) ≥ 0, a�n de 
hoisir m̂.

Dé�nition 6 (Estimateur par proje
tion pénalisé) Soit {Sm}m∈M une

famille dénombrable de sous-espa
es ve
toriels de dimension �nie de S, ŝm la

famille 
orrespondante d'estimateurs par proje
tion 
onstruite à partir d'une

même réalisation du pro
essus Y , et une fon
tion positive pen dé�nie sur M.

Un estimateur par proje
tion pénalisé (asso
ié à 
ette famille de modèles et à


ette pénalité) est dé�ni par s̃ = ŝm̂, où �m (s'il existe) minimise pour m ∈ M
le 
ritère pénalisé

crit(m) = −‖ŝm‖2 + pen(m) (2.1)

Théorème 1 Soit Y un pro
essus linéaire Gaussien indexé par un sous-

espa
e ve
toriel S d'un espa
e de Hilbert H, de moyenne in
onnue s ∈ H et de

varian
e ε2
, {Sm}m∈M une famille dénombrable de sous-espa
es ve
toriels de

dimension �nie de S de dimensions respe
tives Dm et {Lm}m∈M une famille

de poids, i.e. de réels positifs, satisfaisant la 
ondition

Σ =
∑

{m∈M|Dm>0}

exp[−DmLm] < +∞. (2.2)

Soit une fon
tion de pénalité pen(·) dé�nie sur M telle que

∃K > 1, ∀m ∈ M, pen(m) ≥ Kε2Dm

(
1 +

√
2Lm

)2

. (2.3)

Alors, l'estimateur par proje
tion pénalisé �s 
orrespondant existe et est unique

(presque sûrement). De plus, il véri�e :

Es

[
‖s̃−s‖2

]
≤ 4K(K + 1)2

(K − 1)3

[
inf

m∈M

{
d(s, Sm)2+pen(m)

}
+(K+1)ε2Σ

]
, (2.4)

où d(s,Sm) désigne la distan
e de s à l'espa
e Sm.
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2.2 Preuve du théorème

On a vu dans la Dé�nition 4 que l'estimateur par proje
tion ŝm minimise

γ(t) = ‖t‖2 − 2[〈s, t〉 + εZ(t)] sur Sm. Plus pré
isément, on déduit de (1.7)

que pour tout m′ ∈ M,

γ(ŝm′) =
∑

λ∈Λ
m′

−β̂2
λ = −‖ŝm′‖2. (2.5)

Désormais, on �xe m ∈ M et on pose M′ = {m′ ∈ M | crit(m′) ≤ crit(m)}.
Pour m′ ∈ M′

, on a d'après (2.5) γ(ŝm′) + pen(m′) ≤ γ(ŝm) + pen(m), d'où
γ(ŝm′) + pen(m′) ≤ γ(sm) + pen(m) par dé�nition de l'estimateur par pro-

je
tion, dans la mesure où sm désigne la proje
tion de s sur Sm et appartient

don
 à Sm. Remarquons de plus que ∀t ∈ S, γ(t)+ ‖s‖2 = ‖s− t‖2 − 2εZ(t).
On en tire l'inégalité suivante, pour tout m ∈ M′

:

‖s − ŝm′‖2 ≤ ‖s − sm‖2 + 2ε[Z(ŝm′) − Z(sm)] − pen(m′) + pen(m). (2.6)

Nous allons maintenant 
ontr�ler la quantité Z(t)−Z(sm), uniformément

pour t ∈ Sm′
et m′ ∈ M′

. Pour 
ela, rappelons tout d'abord une inéga-

lité 
lassique, dûe à Cirel'son, Ibragimov et Sudakov (1976), sous une forme

parti
ulière : si X(t) est un pro
essus Gaussien indexé par S, de varian
e

identiquement égale à 1, pour tout λ > 0, on a :

P

[
sup
t∈T

X(t) ≥ E

[
sup
t∈T

X(t)

]
+ λ

]
≤ exp

[
−λ2

2

]
. (2.7)

Prenons i
i X(t) = (Z(t)−Z(sm))/‖t− sm‖ pour t ∈ T = Sm′
et λ2 = λ2

m′ =
2(Lm′Dm′ + ξ), ξ > 0. Les 
onditions de l'inégalité sont bien sûr véri�ées i
i.

On va 
ommen
er par majorer E[supt∈T X(t)], en introduisant S = Sm +Sm′
,

de dimension D, et ψ1, . . . , ψn une base orthonormale de S. Z étant linéaire

sur S ⊂ S (1ère
inégalité), et d'après l'inégalité de Cau
hy-S
hwartz (2ème

inégalité), on obtient :

sup
t∈S

m′

Z(t) − Z(sm)

‖t − sm‖
≤ sup

u∈S

Z(u)

‖u‖ = sup
α∈RD

∑D
j=1 αjZ(ψj)√∑D

j=1 α2
j

≤
[

D∑

j=1

Z2(ψj)

] 1

2

.

Comme D ≤ Dm + Dm′
, on peut majorer l'espéran
e du sup 
onsidéré par√

Dm + Dm′
, 
e qui donne, en utilisant (2.7) ave
 les valeurs indiquées :

Ps

[
sup

t∈S
m′

Z(t) − Z(sm)

‖t − sm‖
≥

√
Dm + Dm′ + λm′

]
≤ exp(−Lm′Dm′ − ξ)
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En additionnant les inégalités obtenues quand m′
dé
rit M et d'après la

dé�nition de Σ (2.2), en dehors d'un ensemble Ωξ de probabilité inférieure à

Σ exp(−ξ), on a :

Z(t) − Z(sm) ≤ ‖t − sm‖
[√

Dm + Dm′ +
√

2(Lm′Dm′ + ξ)
]

≤ ‖t − sm‖
[√

Dm′

(
1 +

√
2Lm′

)
+

√
Dm +

√
2ξ

]
,

pour tout t ∈ ⋃
m′∈M Sm′

(on a utilisé que

√
a + b ≤ √

a +
√

b). Fixons
η ∈ (0, 1) et utilisons : (a) pour c > 0, 2ab ≤ a2c + b2c−1

, (a') (a + b)2 ≤
a2(1 + c) + b2(1 + c−1), (a�) (a + b)2 ≤ 2(a2 + b2), (b) la dé�nition de pen(·),
et (
) l'inégalité triangulaire. Cela donne :

2ε[Z(t) − Z(sm)] ≤ 2ε‖t − sm‖
[√

Dm′

(
1 +

√
2Lm′

)
+

√
Dm′ +

√
2ξ

]

≤ ε2

1 − η

[√
Dm′

(
1 +

√
2Lm′

)
+

√
Dm′ +

√
2ξ

]2

+ ‖t − sm‖2(1 − η)

(a)

= Q + R

avec Q ≤ ε2

1 − η

[
(1 + η)Dm′

(
1 +

√
2Lm′

)2

+ (1 + η−1)
(√

Dm +
√

2ξ
)2]

(a')

≤ 1 + η

(1 − η)K
pen(m′) +

2ε2(1 + η−1)

1 − η
(Dm + 2ξ) (b),(a�)

et R ≤
[
‖t − s‖ + ‖s − sm‖

]2

(1 − η) (
)

≤ (1 − η)
[
‖t − s‖2(1 + η) + ‖sm − s‖2(1 + η−1)

]
(a')

= (1 − η2)‖t − s‖2 + (η−1 + η)‖s − sm‖2.

Revenons au problème initial en 
ombinant les deux inégalités que l'on

vient d'obtenir ave
 (2.6). En dehors de Ωξ, pour tout m′ ∈ M′
,

η2‖s − ŝm′‖2 +
K − 1 − η(1 + K)

(1 − η)K
pen(m′)

≤ (1 + η−1 − η)‖s − sm‖2 +
2ε2(1 + η−1)

1 − η
(Dm + 2ξ) + pen(m). (2.8)

Choisissons maintenant η assez petit pour avoir K > 1 + η(1 + K) (
'est
possible ave
 η ∈ (0, 1)), on a alors � sur Ωc

ξ � sup {pen(m′),m′ ∈ M′} < ∞
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et don
 il existe y tel que M′ ⊂ M(y) = {m′ ∈ M|pen(m′) ≤ y}. Or pour
tout m′ ∈ M′

, 2Kε2Lm′Dm′ ≤ y, d'où

Σ ≥
∑

m′∈M(y)

exp [−Lm′Dm′ ] ≥ |M(y)| exp

[
− y

2Kε2

]

Par 
onséquent, M(y) est �ni, ainsi que M′
. Il existe ainsi m̂ qui minimise

crit(m) sur M′
, don
 sur M. Examinons le problème de l'uni
ité. Si Sm′ =

Sm′′
et pen(m′) = pen(m′′), alors crit(m′) = crit(m′′) mais ŝm′ = ŝm′′

. Par


ontre, si pen(m′) 6= pen(m′′), alors crit(m) 6= crit(m′). Si Sm′ 6= Sm′′
, alors

ε−2
[
‖ŝm′‖2−‖ŝm′′‖2

]
est la di�éren
e de deux variables indépendantes suivant

des lois du χ2
(
omme (1.7) le montre aisément). L'événement

{
crit(m′) =

crit(m′′)
}

=
{
ε−2

[
‖ŝm′‖2 − ‖ŝm′′‖2

]
= (pen(m′) − pen(m′′))/ε2

}
est don
 de

probabilité nulle. Finalement, on a prouvé l'existen
e et l'uni
ité sur Ωc
ξ de

l'estimateur par proje
tion pénalisé s̃ = ŝm̂. Comme Ps[Ωξ] est arbitrairement

petite, on a l'existen
e et l'uni
ité presque sûrement.

Pour obtenir une majoration du risque de 
et estimateur, reprenons (2.8)

ave
 η = (K − 1)/(K + 1) et m′ = m̂ : sur l'ensemble Ωc
ξ, on a

(
K − 1

K + 1

)2

‖s−s̃‖2 ≤ K2 + 4K − 1

K2 − 1
‖s−sm‖2+pen(m)+

2K(K + 1)ε2

K − 1
(Dm+2ξ),

et 
omme Kε2Dm ≤ pen(m), en-dehors de Ωξ,

‖s−s̃‖2 ≤ (K + 1)2

(K − 1)3

[
K2 + 4K − 1

K + 1
‖s−sm‖2+(3K+1)pen(m)+4K(K+1)ε2ξ

]
.

Il existe don
 une variable aléatoire V positive telle que Ps[V > ξ] ≤ Σ exp(−ξ)
pour ξ > 0 telle que

‖s − s̃‖2 ≤ 4K(K + 1)2

(K − 1)3

[
‖s − sm‖2 + pen(m) + (K + 1)ε2V

]
,

et 
omme Es[V ] ≤ Σ, on obtient (2.4) par intégration de 
ette inégalité

puisque m ∈ M est arbitraire.

¤

2.3 Comment utiliser 
e résultat

L'inégalité (2.3) suggère de prendre

pen(m) = Kε2Dm(1 +
√

2Lm)2, (2.9)

d'où l'intérêt de la dé�nition suivante :
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Dé�nition 7 (Stratégie, Index de pré
ision) Soit S un sous-espa
e ve
-

toriel d'un espa
e de Hilbert H. On appelle stratégie une famille �nie ou

dénombrable {(Sm, Lm)}m∈M où pour 
haque m ∈ M, Sm est un espa
e ve
-

toriel de dimension Dm de S et Lm un réel positif véri�ant la 
ondition (2.2).

Etant donnée une stratégie S, on dé�nit son index de pré
ision au point s ∈ S

par

aI(s,S, ε) = inf
m∈M

{
d(s, Sm)2 + ε2Dm(Lm + 1)

}
+ Σε2. (2.10)

On peut désormais réé
rire (2.4) sous la forme

Es

[
‖s̃ − s‖2

]
≤ C0(K)aI(s,S, ε), (2.11)

C0 étant une fon
tion de K 
onvenablement 
hoisie (
omme (1 +
√

2Lm)2 ≤
3(1 + Lm), C0(K) = 12K(K + 1)3(K − 1)−3


onvient). L'index de pré
ision

nous su�t don
 pour prouver l'optimalité d'une stratégie.

Nous pouvons d'ores-et-déjà nous poser deux questions : 
omment 
hoisir

K, 
omment 
hoisir les poids Lm ?

2.3.1 Le r�le de K

On peut prouver (et on l'observe en réalisant des simulations) que la

restri
tion K > 1 est né
essaire.

De plus, le terme 4K(K + 1)3(K − 1)−3
suggère d'éviter de 
hoisir K

pro
he de 1 ou K trop grand. En revan
he, si l'on 
her
he à minimiser 
ette

fon
tion pour optimiser le risque de notre estimateur, le résulat obtenu n'est

pas très satisfaisant. Une telle optimisation demande en e�et plus de travail.

Dans la suite, nous ne nous préo

uperons plus du 
hoix de 
ette 
onstante.

2.3.2 L'importan
e des poids Lm

Le 
hoix des Lm est plus déli
at, dans la mesure où il n'y a pas de solution

à 
e problème qui soit 
lairement optimale. Deux types de stratégies semblent

"naturelles" : Lm = L > 0 ou Lm = L(Dm), 
e qui né
essite tout d'abord

que pour tout D, il n'y ait qu'un nombre �ni de modèles de dimension D.

3 Appli
ation à la séle
tion de variables

Nous supposons don
, selon l'expérien
e dé
rite en (1.1.2), disposer de

l'observation de x1, . . . , xN
et d'une réalisation de y à n instants distin
ts

(ou en tout 
as sous des 
onditions distin
tes...). Nous notons désormais

Y = (y1, . . . , yn) (yi est la valeur de y observée à l'instant i, et nous utilisons
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la même notation pour les xj
: Xj = (xj

1, . . . , x
j
n)) . Comme nous l'avions

expliqué en (1.1.2), nous représentons notre expérien
e par Y = s + σξ, où s
est le ve
teur dont la ième


oordonnée est µ(x1
i , . . . , x

N
i ).

Rappelons que le problème que nous nous posons, est, ne 
onnaissant

pas la fon
tion µ, don
 s, d'estimer s. En e�et, 
ela nous permettra alors

d'a

éder à la fon
tion µ, ou en tout 
as à une estimation de 
elle-
i, et ainsi

par exemple, de prévoir la valeur de µ sous de nouvelles 
onditions.

Nous avons déja vu que la di�
ulté n'est pas, étant donné un modèle,

de trouver un estimateur optimal (
e que nous savons faire : il su�t de

prendre l'estimateur par proje
tion, d'après (1.8)), mais de 
hoisir le modèle

qui nous permettra d'obtenir le meilleur estimateur possible, ave
 les données

dont nous disposons. Cela va 
onsister, i
i, à 
hoisir quelles variables parmi

(X1, . . . , XN ) il est pertinent de garder pour 
al
uler la fon
tion re
her
hée.

Ainsi, nous 
her
hons un résultat sous la forme d'un sous-ensemble de Λ =
{1, . . . , N}.

Alors, si nous 
hoisissons par exemple de garder exa
tement N observa-

tions parmi les n (N ≤ n) dont nous disposons, il nous su�ra, puisque nous

avons 
hoisi d'estimer µ par une fon
tion linéaire et que nous 
onnaissons

les ve
teurs (Xj)1≤j≤N , de résoudre un système linéaire pour obtenir l'esti-

mation de la fon
tion µ re
her
hée, à partir de l'estimation de s que nous

aurons obtenue. Ce
i est bien possible 
ar nous avons supposé les ve
teurs

Xj
linéairement indépendants, et la fon
tion que nous 
her
hons est don


bien unique.

Nous allons nous intéresser à deux stratégies possibles très di�érentes :

� La séle
tion de variables ordonnées, qui 
onsiste à in
lure dans la

stratégie tous les ensembles de la forme Λm = {1, . . . ,m}, et alors

M = {1, . . . , N}.
� La séle
tion 
omplète de variables, qui 
onsiste à s'intéresser à tous les

sous-ensembles Λm = m possibles de Λ (m ∈ M = P({1, . . . , N})).
Nous voulons évaluer les résultats obtenus par l'estimateur pénalisé, dé�ni

à la Dé�nition 6, lorsque la pénalité est donnée par (2.9). D'après (2.11), il

su�t don
 d'étudier l'index de pré
ision.

3.1 Séle
tion de variables ordonnées

Nous allons d'abord nous intéresser à la stratégie la plus simple dans


e 
adre, 
'est-à-dire le 
as des poids 
onstants, puis nous verrons 
e qu'ap-

porte une stratégie ave
 des poids variables. Nous noterons Sm le sous-espa
e

engendré par la famille {Xj}j∈m
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3.1.1 Stratégie à poids 
onstants.

On 
hoisit Lm = L pour tout m et alors, (2.2) est véri�ée :

Σ =
∑N

m=1 exp[−mL] < (eL − 1)−1
. Alors, l'index de pré
ision de 
ette

stratégie S est borné par

aI(s,S, ε) ≤ inf
m∈M

{
d2(s, Sm) + ε2m(1 + L)

}
+ ε2

(
eL − 1

)−1

. (3.1)

Or aO(s,F , ε) ≥ ε2
, don


aI(s,S, ε) ≤ inf
m∈M

{
d2(s, Sm) + ε2m + LaO(s,F , ε)

}
+ aO(s,F , ε)

(
eL − 1

)−1

≤ C(L)aO(s,S, ε)


e qui est déjà une inégalité d'ora
le, du type que l'on re
her
he (
f (1.10),

et nous n'avons même pas besoin du terme en ε2
) : nous avons don
 déjà

résolu le problème que nous nous étions posé, i
i dans le 
as de la séle
tion

de variables ordonnées. En e�et, dans le sens que nous avions dé�ni à la

Dé�nition 5, nous disposons d'une stratégie qui permet, ave
 l'estimateur par

proje
tion pénalisé, d'atteindre la meilleure pré
ision que l'on peut espérer

ave
 pour famille de modèles 
eux de la séle
tion de variables ordonnées.

3.1.2 Stratégie à poids variables.

On peut par exemple essayer Lm = θ2m−1/2
pour un 
ertain θ > 0, et

alors on a bien (2.2) : Σ < Σθ =
∑∞

m=1 exp(−√
mθ2), et l'index de pré
ision

de la stratégie ainsi obtenue est borné par :

aI(s,S, ε) ≤ inf
m∈M

{
d2(s, Sm) + ε2m

(
1 + θ2m−1/2

)}
+ Σθε

2. (3.2)

Or, pour L = log (1 + exp(θ2)/2) et θ2 ≥ 3, on a Σθ < (eL − 1)−1
, don
 on

peut 
omparer fa
ilement (3.1) et (3.2) : si on note m0 un élément de M
minimisant d2(s, Sm)+ε2m(1+θ2m−1/2) ,(3.2) est meilleur que (3.1) dès que

L > θ2m
−1/2
0 .

On a don
 montré que dans le 
as de la séle
tion de variables ordonnées,

on ne peut pas espérer faire mieux que le résultat obtenu par l'estimateur par

proje
tion pénalisé (puisqu'il atteint la pré
ision d'ora
le). Retenons seule-

ment pour la suite que les résultats sont semblables, parfois un peu meilleurs

ave
 la stratégie à poids variables, bien que 
ela n'apparaisse pas quand on


her
he à obtenir une inégalité du type (1.10).
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3.2 Séle
tion 
omplète de variables

Dans le 
as de la séle
tion 
omplète de variables, nous 
hoisissons d'in
lure

dans notre stratégie tous les sous-ensembles de Λ = {1, . . . , N}. On note

m ∈ M = P(Λ) un tel sous-ensemble, et alors, Dm = |m| et Sm est le sous-

espa
e engendré par la famille {Xj}j∈m. En fait, nous supposerons parfois que

les Xj
forment une famille orthonormale, et nous la noterons alors {ϕλ}λ∈Λ.

Remarquons que 
ette hypothèse n'est pas raisonnable dans la réalité, 
ar il

n'y a au
une raison pour que les Xj
soient orthonormés... Nous la faisons

quand même pour deux raisons :

� Elle va nous permettre de faire 
ertains 
al
uls expli
ites, qui nous

seront bien utiles d'un point de vue théorique, 
omme nous le verrons

par la suite.

� Il existe des situations où 
ette hypothèse est valable, et les résultats qui

suivent s'y étendent don
. Il faut les 
her
her en-dehors de la séle
tion

de variables, par exemple lorsqu'on veut estimer une fon
tion et que

l'on 
hoisit pour Xj
une base de Fourier...

3.2.1 Stratégie à poids 
onstants.

Le 
as Lm = L pour tout m ∈ M véri�e (2.2) :

Σ =
N∑

k=1

Ck
Ne−kL = (1 + e−L)N − 1.

Puisque nous voulons démontrer une inégalité du type de (1.10), il faut

que Σ reste borné lorsque N tend vers l'in�ni si nous voulons pouvoir espérer

le faire disparaître dans la 
onstante, et pouvoir 
hoisir 
elle-
i indépendam-

ment de N . Et don
, il faut 
hoisir L/ log N ≥ 1 + o(1). Nous 
hoisissons

L = log N . Ainsi, on a Σ < e − 1 (et on a aussi Σ < 1 + log N). En utilisant

la pénalité donnée par (2.9), on peut majorer l'index de pré
ision de 
ette

stratégie par :

aI(s,S, ε) ≤ inf
m∈M

{
d2(s, Sm) + ε2|m|(1 + log N)

}
+ Σε2

(3.3)

≤ (1 + log N)
[
aO(s,F , ε) + ε2

]
. (3.4)

Il nous manque don
 un fa
teur (1+log N) par rapport à la pré
ision d'ora
le,
et nous voyons qu'avoir 
her
hé à garder Σ borné nous a menés à une majo-

ration dans laquelle le fa
teur tend en fait vers l'in�ni ave
 N .
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Nous pouvons être plus pré
is et 
al
uler expli
itement la pré
ision d'ora
le

et l'estimateur par proje
tion pénalisé, lorsque la famille {ϕλ} est supposée

orthonormale. Notons s =
∑

λ∈Λ βλϕλ. On a :

aO(s,F , ε) = inf
m∈M

{∑

λ/∈m

β2
λ + ε2|m|

}
= ‖s‖2 + inf

m∈M

∑

λ∈m

(−β2
λ + ε2). (3.5)

Le minimum est atteint pour m⋆ = {λ ∈ Λ
∣∣β2

λ > ε2}, et on obtient don
 la

formule suivante :

aO(s,F , ε) =
∑

λ∈Λ

(β2
λ ∧ ε2). (3.6)

En reportant dans (3.4), on obtient :

aI(s,S, ε) ≤ (1 + log N)[
∑

λ∈Λ

(β2
λ ∧ ε2) + ε2]. (3.7)

Mais, en 
her
hant à mettre notre inégalité sous la forme de (1.10), nous avons

en fait perdu beau
oup de pré
ision : en utilisant la majoration Σ < e − 1,
(3.3), et en utilisant une méthode similaire à 
elle qui a abouti à (3.6), nous

obtenons en fait :

aI(s,S, ε) ≤
∑

λ∈Λ

(
β2

λ ∧ ε2[1 + log N ]
)

+ ε2(e − 1). (3.8)

qui est manifestement meilleure, en parti
ulier lorsque N est grand, 
omme

on peut le voir par exemple ave
 le 
as s = ε
∑

λ∈m ϕλ, m ∈ M\
{
{0}

}
.

Nous allons maintenant 
al
uler l'estimateur. Nous disposons de la for-

mule ŝm =
∑

λ∈m β̂λϕλ où β̂λ est le 
oe�
ient Y (ϕλ), qui nous donne l'esti-
mateur par proje
tion asso
ié au modèle Sm. Il reste à 
hoisir le modèle 
or-

respondant à l'estimateur pénalisé. Pour 
ela, il nous faut minimiser le 
ritère

pénalisé −‖ŝm‖2 + pen(m), où la pénalité est de la forme pen(m) = T 2|m|,
don
 on peut appliquer une méthode analogue à 
elle employée pour trou-

ver (3.6). Cela nous amène à minimiser

∑
λ∈Λm

[−β̂2
λ + T 2], et don
 à 
hoisir

m̂ = {λ ∈ Λ
∣∣|β̂λ| > T}. Nous parlerons don
 de séle
tion seuillée (le seuil

étant i
i T) et l'estimateur seuillé est :

s̃T = ŝm̂ =
∑

λ∈Λ

β̂λ1l{|β̂λ|>T}ϕλ (3.9)

Remarquons que pour 
al
uler s̃T , il su�t de N opérations (qui 
onsistent

à 
omparer un 
oe�
ient β̂λ au seuil), et non, 
omme on aurait pu le 
raindre,

de 
omparer dire
tement les valeurs de 2N

ritères de pénalisation, 
e qui
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aurait déjà été impossible pour N = 100, par exemple, 
e qui est une valeur

raisonnable. Finalement, nous avons pu 
al
uler expli
itement la pré
ision

d'ora
le et l'estimateur par proje
tion pénalisé, par la méthode du seuil, mais

nous n'avons pas réussi à obtenir une inégalité d'ora
le ave
 une 
onstante

indépendante de N . En fait, 
e
i est impossible, d'après un résultat démontré

par Donoho et Johnstone (1994, Théorème 3), selon lequel :

lim inf
N−→+∞

1

log N

[
inf
ŝ

sup
s∈S

Es[‖s − ŝ‖2]

aO(s,F , ε) + ε2

]
≥ 2, (3.10)

où ŝ par
ourt l'ensemble des estimateurs possibles. Rappelons que S = ev
{
Xj

}
j∈{1,...,N}

Voyons un peu de quelle façon nous 
omparons i
i les estimateurs entre

eux. Dé�nissons, sur l'ensemble des estimateurs, une relation d'ordre de la

façon suivante (ŝ1 et ŝ2 sont deux estimateurs) :

ŝ1 º ŝ2 ←→ sup
s∈S

Es[‖s − ŝ1‖2]

aO(s,F , ε) + ε2
≤ sup

s∈S

Es[‖s − ŝ2‖2]

aO(s,F , ε) + ε2
(3.11)

Alors, nous 
hoisissons 
omme "meilleur estimateur" ŝN un élément maximal

pour 
ette relation d'ordre, et la formule 
i-dessus évalue alors, asymptoti-

quement (
'est-à-dire lorsque N → ∞), les performan
es de 
e meilleur esti-

mateur. Et on voit don
 que le 
as de la séle
tion 
omplète est sensiblement

plus di�
ile que 
elui de la séle
tion ordonnée puisqu'i
i, il est impossible

d'atteindre la pré
ision d'ora
le, en tout 
as pas à une 
onstante indépen-

dante de N près. De plus, nous avons don
 atteint la meilleure pré
ision que

nous pouvions espérer, d'un point de vue asymptotique, à une 
onstante près,

puisque d'après (3.4) et (2.11), en notant s̃T l'estimateur seuillé :

lim sup
N−→+∞

1

log N

[
sup
s∈S

Es[‖s − s̃T‖2]

aO(s,F , ε) + ε2

]
≤ C0(K). (3.12)

La pré
ision obtenue, pour 
haque N , par l'estimateur seuillé, qui est le


as parti
ulier de l'estimateur pénalisé dans le 
as de la séle
tion 
omplète

de variables ave
 des (ϕλ) orthonormés, est don
 aussi bonne asymptotique-

ment que 
elle obtenue en 
hoisissant pour 
haque N le meilleur estimateur

possible.

Mais nous pouvons déjà remarquer qu'en observant ainsi de façon globale

le 
omportement asymptotique, nous passons à 
�té du fait que (3.7) peut

parfois être amélioré, 
omme nous le voyons ave
 (3.8). Ce
i est dû au fait

que nous ne regardons i
i, pour 
haque N et 
haque estimateur, que le pire

des 
as, et 
ela 
a
he 
e qui peut se passer si on a a priori plus d'informations
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sur s. Dans le 
as de la di�èren
e entre (3.7) et (3.8), nous avons vu que pour


ertaines valeurs de s, la di�éren
e de pré
ision peut être importante, mais il

n'est pas di�
ile d'imaginer que le pire des 
as n'est pas mieux estimé dans un


as que dans l'autre (essayer par exemple ave
 s =
∑

λ∈Λ ε
√

2(1 + log N)ϕλ :

on voit que le résultat peut fa
ilement être aussi mauvais ave
 les deux in-

égalités, et 
e sont des 
as 
omme 
eux-là qui peuvent 
a
her, lorsque l'on

adopte un point de vue trop global, les 
as où les résultats sont sensiblement

di�érents...).

3.2.2 Stratégie à poids variables.

Nous allons maintenant essayer d'améliorer la stratégie pré
édente en

introduisant des poids variables, dépendant de la dimension : Lm = L(|m|).
On a :

Σ =
N∑

D=1

CD
N exp [−DL(D)] ≤

N∑

D=1

(
eN

D

)D

exp [−DL(D)] (3.13)

≤
N∑

D=1

exp

[
−D

[
L(D) − 1 − log

(
N

D

)]]
.

(3.14)

Ainsi, si nous posons L(D) = 1+θ+log (N/D), on obtient Σ ≤ ∑∞
D=1 e−Dθ =

[eθ − 1]−1. En posant θ = log 2, on a la majoration suivante pour l'index de

pré
ision :

aI(s,S, ε) ≤ inf
m∈M

{
d2(s, Sm) + ε2|m|[1 + log (2N/|m|)]

}
+ ε2. (3.15)

Etant donnée la ressemblan
e entre (3.15) et (3.3), l'index de pré
ision de


ette stratégie véri�e des inégalités analogues à (3.7) et (3.8). Ce
i pourrait

nous faire penser que la stratégie à poids variables n'apporte pas d'amélio-

ration. Ce
i est né
essairement vrai si l'on adopte un point de vue asymp-

totique puisque d'après (3.10) et (3.12) la stratégie à poids 
onstants nous

fournissait déjà, de 
e point de vue, les meilleurs résultats que nous pouvions

espérer. Mais 
e point de vue 
a
he en fait que dans 
ertains 
as, les poids

variables apportent une meilleure pré
ision que les poids 
onstants. Comme

nous l'avions fait remarquer à la �n de la pré
édente se
tion, il faudra, pour

véri�er qu'il est possible d'améliorer la pré
ision obtenue, adopter un point

de vue moins global. C'est 
e que nous ferons dans la pro
haine partie.

Mais nous voulons d'abord expli
iter l'estimateur par proje
tion pénalisé

dans le 
as de 
ette stratégie. En
ore une fois, si on suppose la famille {ϕλ}λ∈Λ
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orthonormale, 
e 
al
ul ne pose pas de problème : nous 
ommençons par

introduire la dé�nition suivante, qui nous sera utile.

Dé�nition 8 Etant donné un ensemble �ni de nombres réels {bi}i∈I , de 
ar-

dinal N , on note {b(j)(I)}1≤j≤N le même ensemble de réels rangés selon l'ordre

dé
roissant de leurs valeurs absolues : |b(1)(I)| ≥ |b(2)(I)| ≥ . . . ≥ |b(N)(I)|. On

appelle alors Ī[D] pour tout 1 ≤ D ≤ N le sous-ensemble {b(j)(I)}1≤j≤D (
e

sont don
 les D plus grands bi en module).

Nous allons maintenant 
al
uler l'estimateur. On a :

inf
m∈M

{
−

∑

λ∈m

β̂2
λ + Kε2|m|

(
1 +

√
2L(|m|)

)2
}

(3.16)

= inf
0≤D≤N

{
− sup

{m∈M| |m|=D}

∑

λ∈m

β̂2
λ + Kε2D

(
1 +

√
2L(D)

)2
}

(3.17)

= inf
0≤D≤N

{
−

D∑

j=1

β̂2
(j)(Λ) + Kε2D

(
1 +

√
2L(D)

)2
}

(3.18)

On note D̂ un D pour lequel l'in�mum 
i-dessus est atteint. m̂ = Λ̄[D̂]
minimise alors le 
ritère de pénalité : l'estimateur re
her
hé est

∑
λ∈m̂ β̂λϕλ.

3.2.3 Comparaison entre les deux stratégies

Comme promis dans la pré
édente se
tion, nous allons étudier l'apport

de la stratégie à poids 
onstants. Comme nous l'avions vu, il faut, pour voir

la di�éren
e, adopter un point de vue moins global, et don
 imposer à s
d'appartenir à des parties plus restreintes que S de H. On s'intéresse don


i
i aux ensembles SD =
⋃

{m∈M||m|=D} Sm. Nous supposerons que la famille

{ϕλ}λ∈Λ est orthonormale.

D'après (3.15), l'estimateur pénalisé s̃ dans le 
as de la séle
tion 
omplète

à poids variables, véri�e :

sup
s∈SD

Es

[
‖s̃ − s‖2

]
≤ C0(K)ε2[D + D log (2N/D) + 1]. (3.19)

Alors, le résultat suivant, qui est démontré dans l'arti
le de Birgé et Massart,

montre que s̃ est minimax sur les espa
es SD, D ≥ 1 :

Théorème 2 Il existe deux 
onstantes universelles positives κ et κ′
telles

que

κε2D[1 + log (N/D)] ≤ RM(SD, ε) ≤ κ′ε2D[1 + log (N/D)]. (3.20)

pour tout ε > 0 et 1 ≤ D ≤ N.
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Mais nous allons montrer qu'en 
e qui 
on
erne le 
as des poids 
onstants,

l'estimateur pénalisé � qui est obtenu par la séle
tion seuillé, 
f.(3.9) � n'est

pas minimax sur les ensembles SD. On peut déjà le suspe
ter en remarquant

que, dans (3.8), le majorant de l'index de pré
ision véri�e :

sup
s∈SD

∑

λ∈Λ

(
β2

λ ∧ ε2[1 + log N ]
)

= Dε2[1 + log N ]. (3.21)

Mais nous allons même démontrer un résultat plus fort :

Proposition 1 Soient T > 0, s̃T l'estimateur seuillé dé�ni par (3.9), m ∈
M. On a alors :

Es

[
‖s̃T − s‖2

]
≥ |m|T 2

2
si s = T

∑

λ∈m

ϕλ. (3.22)

Preuve : On a, pour tout s ∈ S :

Es

[
‖s̃T − s‖2

]
=

∑

λ∈Λ

Es

[(
βλ − β̂λ1l{|β̂λ|>T}

)2
]
. (3.23)

D'où :

Es

[
‖s̃T−s‖2

]
≥

∑

λ∈m

Es

[(
T−β̂λ1l{|β̂λ|>T}

)2
]

= |m|Es

[(
T−(T+εξ)1l{|T+εξ|>T}

)2
]
.

(3.24)

où ξ est une variable aléatoire normale standard. La proposition dé
oule alors

de : (
T − (T + εξ)1l{|T+εξ|>T}

)2

1l{ξ<0} ≥ T 21l{ξ<0}. (3.25)

¤

On applique maintenant la proposition ave
, par exemple, T ≥ ε
√

log N .

Alors, d'après (3.22) :

sup
s∈SD

Es

[
‖s̃T − s‖2

]
≥ ε2(D/2) log N. (3.26)

Pour D = N , on perd i
i un fa
teur log N par rapport au risque minimax...

En fait, toujours pour T ≥ ε
√

log N , on a :

sups∈SD
Es

[
‖s̃T − s‖2

]

sups∈SD
Es

[
‖s̃ − s‖2

] ≥ C(K)
log N

1 + log N/D
. (3.27)

Ce qui devrait a
hever de nous 
onvain
re que la stratégie à poids variables

est sensiblement meilleure que 
elle à poids 
onstants.
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4 Simulations numériques

A�n de tester l'e�
a
ité de la méthode de séle
tion de modèles pré
édem-

ment dé
rite, nous l'avons expérimentée dans un 
as simple (l'interpolation

de fon
tions), et nous nous sommes intéressés au 
hoix de la 
onstante K.

Les résultats qui suivent ont été obtenus à l'aide de S
ilab.

Nous n'avons pas 
her
hé à résoudre un problème réel (
e qui est bien

l'obje
tif de la séle
tion de modèles), mais nous sommes partis de s à trouver,
nous avons simulé une réalisation aléatoire du pro
essus Y , puis nous avons

appliqué la méthode de minimisation du 
ritère pénalisé. De 
ette façon,

nous avons pu 
omparer le modèle m̂ et le meilleur modèle m̄ de la famille

{Sm}m∈M (l'ora
le).

Rappelons brièvement le problème posé (dé
rit en 1.1.3) : on 
onsidère

une fon
tion f : [0; 1] → R, n points x1, . . . , xn de [0; 1], et on observe

Y = (Y1, . . . , Yn) ave
 Yi = f(xi)+σξi, les ξi étant i.i.d. N (0, 1). On voudrait

estimer f par une fon
tion 
onstante sur les intervalles [j/m; (j + 1)/m[, le
problème étant de 
hoisir 
onvenablement m. Avant d'aller plus loin, obser-

vons sur un exemple 
omment fon
tionne en pratique la méthode.

4.1 Un exemple

Prenons f(x) = sin(7x) − sin(5x) sur [0; 1], n = 100 points, σ2 = 0, 05,
K = 2, 5, Lm = 0, pour m ∈ M = {1, . . . , n}. Une réalisation de Y est

représentée à la �gure 2. C'est tout 
e dont on dispose 
omme information,

et on voudrait retrouver f .

La première étape est d'estimer la varian
e. En e�et, on a toujours sup-

posé qu'elle était 
onnue, mais 
e n'est pas le 
as en pratique. Pour 
ela, nous

allons utiliser un estimateur qui donne de bons résultats, sans toutefois en

donner la preuve. On a vu au (2.1) que Es

[
‖ŝm‖2

]
= ‖sm‖2 + ε2m. Comme

‖sm‖2
varie peu (par rapport à l'autre terme) pour m grand, Es

[
‖ŝm‖2

]
est

asymptotiquement linéaire en m , de pente ε2 = σ2/n. Nous allons don


estimer σ2
à l'aide d'une régression linéaire sur ‖ŝm‖2

pour m "grand" (
'est-

à-dire pro
he de n). La �gure 3 montre que 
e raisonnement semble 
orre
t.

On obtient i
i σ̂2 = 0,046 en faisant la régression sur les 15 dernières valeurs

de m, soit une erreur relative de 7%.

Nous pouvons désormais e�e
tuer la séle
tion de modèles proprement

dite, 
omme elle a été dé
rite dans les se
tions pré
édentes. Tout d'abord,

on 
al
ule crit(m) pour tout m entre 1 et n (�gure 4), puis en 
her
he m̂ qui

minimise le 
ritère pénalisé. I
i, m̂ = 17 (le modèle séle
tionné) et m̄ = 23
(le modèle idéal), les erreurs 
orrespondantes étant 0,017 et 0,013, soit un
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Fig. 2 � L'observation

Fig. 3 � ‖ŝm‖2
en fon
tion de m ; en pointillés : l'approximation linéaire

25



Fig. 4 � en bas : crit(m) � en haut : ‖s − ŝm‖2

rapport de 1, 3, 
e qui est un ex
ellent résultat. En e�et, on a un modèle

optimal à une petite 
onstante près, sans avoir a priori d'informations sur la

fon
tion 
her
hée.

Pour �nir, 
omparons les estimateurs par proje
tion ŝm pour m = 3,
m = m̂ = 17, m = m̄ = 23 et m = 100, à l'aide des �gures 5 et 6. Les

valeurs extrêmes de m sont 
lairement mauvaises (il ne su�t pas de faire

grandir le modèle pour améliorer le résultat). En revan
he, il n'est pas évident

graphiquement que m = 23 donne un meilleur résultat que m = 17.

4.2 Choix de K

Dans tout 
e qui pré
ède, on a supposé K �xée, et on ne s'est jamais

préo

upé de son in�uen
e véritable sur les performan
es de la méthode de

séle
tion. N'oublions pas que tous les résultats d'optimalité font intervenir

une 
onstante qui dépend de K, et qu'ils n'auraient au
un intérêt si 
ette


onstante était en réalité de l'ordre de 200 (
'est le minimum de C0(K)
pour K > 1). Il faudrait prendre n très grand pour s'aper
evoir des qualités

asymptotiques de l'algorithme. Il est ainsi intéressant de 
her
her un ordre de

grandeur de la meilleure valeur de K. Nous allons étudier 
e qui se passe dans

un 
as parti
ulier (ave
 seulement deux fon
tions et n �xé). Nous essaierons
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Fig. 5 � m = 3 ; ‖s − ŝm‖2 = 0, 21 � m = 100 ; ‖s − ŝm‖2 = 0, 043

Fig. 6 � m = 17 ; ‖s − ŝm‖2 = 0, 017 � m = 23 ; ‖s − ŝm‖2 = 0, 013
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Fig. 7 � Les valeurs de K à éviter

également de 
omprendre la né
essité d'avoir K > 1, qui n'est nullement un

arti�
e te
hnique.

On prend n = 150 points, σ2 = 0, 1 (pour optimiser K, on ne va pas


her
her à estimer la varian
e dans notre séle
tion de modèles ), des poids

Lm = 0, et la fon
tion f : x 7→ sin(7x) − sin(5x). On fait varier K de 0 à

20, et on observe la moyenne du rapport ‖s− s̃‖2/‖s− ŝm̄‖2
(pour 10 obser-

vations di�érentes) en fon
tion de K (�gure 7). La 
ourbe obtenue permet

déjà d'éliminer 
ertaines valeurs de K : K ≤ 1 et K grand (i.e. K ≥ 6). On
avait déjà eu 
ette intuition ave
 la 
onstante donnée par le théorème 1, elle

se pré
ise désormais.

Pour 
her
her quelle valeur de K est optimale, nous avons e�e
tué d'autres

simulations (30 observations au total, ave
 f(x) = sin(7x) − sin(5x) et

f(x) = sin(πx)) en nous limitant à 1 ≤ K ≤ 4. La �gure 8 représente la


ourbe obtenue, dont on déduit Kopt ≈ 2, 4 ave
 ‖s − s̃‖2/‖s − ŝm̄‖2 = 1, 39
pour 
ette valeur de K. Cependant, l'important n'est pas d'optimiser K mais

plut�t d'avoir pen(m) = Kε̂2m rendant la séle
tion de modèles optimale.

Comme on n'a qu'une estimation de la varian
e, la valeur de Kε̂2
est pro
he

de Kε2
, et il est don
 intéressant de 
hoisir K au 
entre du plateau inférieur

de la 
ourbe 8, a�n de minimiser l'in�uen
e d'une erreur d'estimation de la

varian
e. Dans 
es 
onditions, on ferait sans doute mieux de 
hoisir K = 2, 5
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Fig. 8 � Optimisation de K

ou K = 2, 6 plut�t que Kopt, un peu trop pro
he de l'extérieur de 
e plateau.

Revenons pour �nir sur les valeurs K à éviter. Pourquoi est-
e mauvais

de prendre K < 1 ou K grand ? La réponse est donnée par la 
omparaison

des 
ourbes crit(m) pour 
es di�érentes valeurs de K. L'idéal est d'atteindre

un minimum au même point que ‖s− ŝm‖2
, et 
'est à peu près 
e qui se passe

ave
 K = 2, 5 (�gure 4).

Lorsque K < 1, le 
ritère pénalisé est dé
roissant pour m grand (�gure 9),


e qui 
onduit toujours à séle
tionner m = n. La �gure 5 montre bien que 
'est

un mauvais 
hoix. En remarquant que Es[crit(m)] = −‖sm‖2 + ε2m(K − 1),

omme ‖sm‖2

varie peu pour m grand, on voit que la 
ondition K > 1
s'interprète e�e
tivement 
omme une 
ondition de 
roissan
e pour les grandes

valeurs de m.

Pour de grandes valeurs de K, bien que la remontée de la 
ourbe 7 soit

moins pronon
ée qu'au voisinage de 1, on est tout de même 
onduits à de

mauvais 
hoix. En e�et, 
omme le montre la �gure 10, le 
ritère pénalisé


ommen
e à 
roître trop t�t par rapport à l'erreur réelle, et don
 on 
hoisit

un modèle de dimension trop petite. C'est également désastreux en termes

de risque 
omme on l'a vu ave
 la �gure 5.
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Fig. 9 � crit(m) et ‖s − ŝm‖2
ave
 K = 0, 2

Fig. 10 � crit(m) et ‖s − ŝm‖2
ave
 K = 15
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Bien sûr, les simulations que nous avons réalisées ne sont pas su�santes

pour a�rmer que K = 2, 4 est e�e
tivement optimale. Il faudrait faire va-

rier σ2
, n et f (pour véri�er que Kopt ne varie pas), tester d'autres types de

modèles (dé
oupages irréguliers de [0 ; 1], polyn�mes, polyn�mes trigonomé-

triques, et
.), ave
 un plus grand nombre de simulations dans 
haque 
as. On

trouve alors Kopt ≈ 2. L'intérêt de 
ette expérimentation est surtout de voir

que les 
onstantes obtenues ave
 le théorème sont loin d'être optimales, et

que la séle
tion de modèles par pénalisation mar
he assez bien en pratique.
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