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Parcours scientifique

Si le hasard est le plus petit dénominateur commun de mon activité de recherche, il en est
aussi le fil conducteur. Mon activité scientifique n’est pas celle d’un individu isolé méditant en
solitaire, elle reflète au contraire le hasard des rencontres et mon interaction avec les diverses
équipes scientifiques que j’ai cotoyé. L’objet de ce court chapitre est de présenter brièvement le
contexte scientifique dans lequel s’est développée mon activité de recherche.

Mes premiers travaux sur la turbulence de Burgers, la coalescence et l’agrégation de particules
en interaction gravitationelle, reflètent sans conteste l’influence de mon directeur de thèse Jean
Bertoin. Ce fut bien sûr le cas pour les travaux [A16], [A15], [A14] et [A13] réalisés durant
mon doctorat à l’Université Paris 6 (1999-2001), mais aussi pour les travaux ultérieurs [A12],
[A11], [P1] et [A10] en partie réalisés à l’Université de Nice. Je garde encore aujourd’hui un
goût immodéré pour l’élégance et la finesse des mathématiques de Jean Bertoin.

Premier probabiliste recruté à l’Université de Nice (sept. 2002), j’y reçu la formidable mission
d’y insuffler une activité de recherche en probabilité. Ma contribution à la formation d’une équipe
dynamique en probabilités et statistiques au laboratoire J.A. Dieudonné reste bien-sûr modeste,
mais c’est avec plaisir que je vois cette équipe aujourd’hui florissante. Ce succès n’aurait jamais
eu lieu sans le soutien indéfectible et inconditionnel du laboratoire, y compris pour toutes les
(modestes) actions que j’ai entreprise dans ce sens. Je réalise aujourd’hui pleinement l’importance
du soutien apporté par des professeurs de renom, lorsqu’ils venaient régulièrement participer
à des groupes de travail / séminaires / journées thématiques que j’organisais sur des sujets
probabilistes parfois forts éloignés de leur préoccupations scientifiques.

Les premières années à Nice furent aussi des années de questionnement scientifique. Les
premiers projets furent très vite suspendus par la triste disparition de Fréderic Poupaud (dont
les qualités humaines et scientifiques restent pour moi un idéal inspirant). Le choix d’un nouveau
projet scientifique s’avéra un long processus solitaire semé de doutes et d’indécisions. Finalement,
c’est suite à l’arrivée de Yannick Baraud au laboratoire que je découvris les statistiques et fus
séduit par ses nouveaux horizons. Le colloque "Mathematical Foundation of Statistical Learning"
à Barcelona en juin 2004 acheva de me convaincre d’en faire mon terrain de recherche. Mes
premiers travaux en statistique furent avec Yannick Baraud et Sylvie Huet sur la sélection de
modèles à variance inconnue [A7]. Lorsque l’objectif est la prédiction, le mélange d’estimateurs
est une alternative intéressante à la sélection de modèles. Les mélanges avec des distributions de
Gibbs ne pouvant laisser indifférent un ancien probabiliste à coloration "physicienne", j’étendis
partiellement les résultats de Leung et Barron [LB06] au cadre de la variance inconnue [A9].

Le laboratoire MIA de l’INRA de Jouy-en-Josas m’offrit l’opportunité de venir passer l’année
universitaire 2007-2008 en son sein (en délégation). J’y ai découvert de nouveaux questionne-
ments statistiques liés à l’analyse de données biologiques et ce fut une occasion unique de prendre
le temps de discuter avec de nombreux collègues biologistes d’une part de la pertinence de cer-
taines modélisations et d’autre part de leur vision sur des branches émergentes de la biologie,
telles que la biologie systémique ou la metagénomique. S’il est inutile de comprendre tous les dé-
tails des processus biologiques pour pouvoir développer des analyses pertinentes, il est par contre
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indispensable d’avoir une vision claire des enjeux et problèmes étudiés. Ces discussions furent
primordiales dans l’élaboration de mon corpus scientifique de statisticien pour la biologie. Au
cours de cette année passée à l’INRA, mon activité principale a été l’étude de l’inférence dans les
modèles graphiques gaussiens dans l’optique d’inférer des réseaux de régulation génique à partir
de données d’expression de gènes. Mon premier travail [A8], de nature théorique, explorait les
possibilités d’inférence par sélection de modèles. Avec Sylvie Huet et Nicolas Verzelen, nous en
avons extrait une procédure implémentable en pratique [A5], que nous avons mise en oeuvre
dans le package R GGMselect [C1]. Cette année passée à Jouy-en-Josas fut aussi l’occasion
d’amorcer divers projets au long cours, tels que les projets Heterosyeast (analyse de données
peptidiques et phénotypiques pour la construction de marqueurs d’hétérosis chez la levure),
CBME (analyse de données metagénomiques) ou SONATA (analyse de gènes orphelins de A.
thaliana impliqués dans la réaction aux stress biotiques et abiotiques).

En septembre 2008, j’ai été recruté comme professeur chargé de cours résident au dépar-
tement de mathématiques appliquées de l’École Polytechnique. L’ambition était de créer une
branche statistique dans l’équipe Modélisation pour l’Evolution du Vivant pilotée par Sylvie
Méléard. Mon arrivée au CMAP fut une occasion supplémentaire de découvrir de nouveaux
horizons. Pour commencer, j’ai découvert les problématiques de l’écologie au travers de mes
enseignements et de ma participation aux activités de la chaire MMB. De discussions à la pause
café, en encadrement de stage de Master, en expérimentations numériques, nous avons développé
avec Emmanuelle Porcher et Romain Julliard une procédure statistique ([A1] et [C3]) visant
à délimiter des populations de dynamique synchrone à partir des données amateurs du réseau
STOC. Une seconde thématique découverte en arrivant au CMAP est l’analyse d’images. Dans
un premier temps nous avons développé avec Stéphanie Allassonnière une procédure d’estimation
basée sur les modèles graphiques, dédiée à l’analyse du réseau de connectivité du cerveau [A3].
Dans un second temps, nous nous sommes intéressés avec Stéphane Mallat et Lorenzo Rosasco
aux aspects statistiques des transformées de scattering introduites par Stéphane Mallat pour
la construction d’invariants en image (dans le cadre du projet IRMgroup). Parallèlement à ces
nouveaux horizons, j’ai poursuivi mes collaborations avec les équipes de génétique végétale du
Moulon et de génomique végétale de l’INRA d’Evry. Ces projets de longue haleine (concep-
tion/expériences/modélisation/analyse des données/interprétation) sont toujours en cours. En-
fin, certains questionnements récurrents m’ont conduit vers l’analyse mathématique de divers
problèmes statistiques fondamentaux. Dans la poursuite du travail [A5] sur les modèles gra-
phiques gaussiens, nous avons développé avec Yannick Baraud et Sylvie Huet une procédure
statistique pour sélectionner un estimateur parmi une famille arbitraire, dans le cadre de la
régression gaussienne à variance inconnue [A4]. L’élaboration d’un package R est en cours. Je
me suis aussi intéressé à la régression multivariée [A6], [CN1] et [C2], motivé par le problème
de relier une famille de phénotypes à des abondances de protéines.

Il est notable que le travail réalisé avec Stéphanie Allassonnière s’inspire de travaux pour la
génomique, et qu’à l’inverse l’algorithme pour délimiter des populations synchrones s’inspire de
techniques de segmentation d’images. Ce transfert d’idées d’une communauté vers une autre,
n’est possible que grâce à la réunion en un même lieu (le CMAP) de mathématiciens appliqués
de cultures différentes. C’est une chance de travailler dans un tel lieu !
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Présentation synthétique des travaux
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Ce chapitre présente de façon synthétique l’essentiel des travaux mentionnés au chapitre
productions scientifiques. Il est articulé autour de trois grands axes :

1. Statistique mathématique (2005–2011)
– Régression gaussienne à variance inconnue :

a) sélection de modèles
b) mélange d’estimateurs
c) sélection d’estimateurs

– Modèles Graphiques Gaussiens
– Régression multivariée de faible rang

2. Statistique pour la biologie (2008–2011)
– Inférence de réseaux de régulation
– Analyse de déformations anatomiques du cerveau
– Délimitation de populations synchrones

3. Turbulence de Burgers et systèmes de particules en interactions (1999–2004)
– Turbulence de Burgers et particules collantes
– Particules collantes en interaction gravitationnelle

Cette séparation en trois axes dessine des frontières un peu arbitraires entre les différents
travaux. En effet, si les travaux probabilistes (troisième axe) sont totalement dissociés à la fois
temporellement et thématiquement des travaux de statistiques (deux premiers axes), les travaux
de statistique mathématique ne sont pas totalement dissociés de ceux de statistique pour la
biologie. Au contraire, ils reflètent en partie des interrogations nées de l’analyse de données
biologiques. A l’inverse, les procédures d’estimation développées pour des problèmes biologiques
s’inspirent des avancées récentes en statistique mathématique.

Les principales techniques mathématiques mises en oeuvre sont les décompositions de trajec-
toires, le calcul stochastique, la convergence de processus, les processus empiriques, les inégalités
de concentration, l’approximation, les matrices aléatoires et l’optimisation convexe.
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1 Statistiques mathématiques

1.1 Régression gaussienne à variance inconnue

La régression gaussienne correspond au cadre où on dispose de n observations

Yi = fi + εi, i = 1, . . . , n,

avec f = (f1, . . . , fn)T un vecteur inconnu de Rn et les ε1, . . . , εn des variables aléatoires indé-
pendantes de loi gaussienne N (0, σ2). Les formes usuelles pour f sont

1. f = (F (x1), . . . , F (xn))T avec F : X → R et x1, . . . , xn ∈ X ,
2. f = Xβ avec X une matrice réelle de taille n× p et β un vecteur de Rp.

Dans le premier cas, les questions classiques sont d’estimer la fonction F , détecter les points
de ruptures de F si F est constante par morceaux, etc. Dans le second cas, la dimension p
du vecteur β est généralement grande, possiblement plus grande que n, mais le vecteur β est
"sparse" dans le sens où peu de coordonnées de β sont non-nulles. L’objectif est alors d’estimer
les coordonnées non-nulles de β.

De nombreux estimateurs ont été développés présentant des propriétes d’optimalité pour
divers objectifs statistiques et sous diverses hypothèses sur f . Une question générale est de
savoir comment obtenir à partir d’une telle collection {f̂λ, λ ∈ Λ} d’estimateurs, un estimateur
f̂ combinant (presque) toutes les bonnes propriétés de chacun des estimateurs f̂λ. Une façon de
poser le problème est d’introduire le risque quadratique d’un estimateur f̂

R(f̂) = E
[
‖f − f̂‖2

]
et de chercher un estimateur dont le risque quadratique soit presque aussi petit que le risque
oracle

Roracle(Λ) = inf
λ∈Λ

R(f̂λ). (1.1)

Deux points de vue ont été développés dans la littérature statistique. Le premier consiste à sélec-
tionner un estimateur f̂λ̂ parmi la collection {f̂λ, λ ∈ Λ}. Cette sélection s’effectue typiquement
en minimisant un critère crit(λ) = R̂(f̂λ) visant à estimer (éventuellement avec biais) le risque
R(f̂λ). Les critères de sélection AIC (Akaike [Ak73]) ou BIC (Schwartz [Sch78]), la sélection de
modèles (Birgé et Massart [BM01]) ou la cross-validation [Ge75] entrent dans ce cadre là. Un
autre point de vue consiste à prendre une combinaison convexe des estimateurs

f̂ =
∑
λ∈Λ

ωλf̂λ, avec ωλ ≥ 0 et
∑
λ∈Λ

ωλ = 1 , (1.2)

ou plus généralement une combinaison linéaire des f̂λ (c’est à dire sans contrainte sur les poids
ωλ dans (1.2)). Les estimateurs {f̂λ, λ ∈ Λ} et les poids {ωλ, λ ∈ Λ} peuvent être construit à
partir de deux échantillons différents [Ca04, Ya00, JN00, Ts03, Ya04, BTW07, DT08, Go09] ou
être basés sur le même échantillon [LB06, RT11a].

a) Sélection de modèle

Lorsque les estimateurs f̂λ sont obtenus en maximisant la vraisemblance sur un sous-espace
Sλ de Rn (appelé modèle), le choix d’un estimateur f̂λ̂ parmi la famille {f̂λ, λ ∈ Λ} est com-
munément appelé sélection de modèle. Dans le cadre où la variance σ2 des εi est connue, la
sélection de modèle a été étudiée en détail et d’un point de vue non-asymptotique par Birgé et
Massart [BM01].
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Lorsque la variance σ2 est inconnue, de nombreux critères de sélection ont été proposés,
les plus classiques étant AIC, BIC ou FPE. Ces critères sont basés sur diverses heuristiques et
possèdent certaines qualités d’optimalité asymptotique. Par exemple, si le nombre de modèles
Sλ de dimension d croît à vitesse au plus polynomiale en d et si f /∈

⋃
λ∈Λ Sλ, les critères AIC

et FPE sont asymptotiquement efficients [Sh81, Li87, Sh97]. Inversement, s’il existe un unique
modèle minimal Sλ0 contenant f , le critère BIC est consistant dans le sens où P(λ̂BIC = λ0)→ 1
lorsque n tend vers l’infini [Ni84].

Dans les contextes statistiques actuels où l’espace des paramètres est généralement de très
grande dimension, de tels résultats asymptotiques ne peuvent pas nous donner de bonnes intui-
tions sur le choix de f̂λ. Par exemple, dans le cadre de la régression linéaire f = Xβ, les résultats
classiques supposent que la dimension p de β est fixe, alors que n tend vers l’infini. Ce cadre n’est
donc pas du tout adapté pour les situations, aujourd’hui courantes, où la dimension p est aussi
grande, voir beaucoup plus grande que n. Une approche non-asymptotique permet de prendre
en compte tous les paramètres du problème de sélection (taille n de l’échantillon, dimension
p de l’espace des paramètres, complexité de la famille de modèle, etc) et permet d’éviter les
hypothèses du type f /∈

⋃
λ∈Λ Sλ ou f ∈ Sλ0 .

Dans l’article [A7], écrit en collaboration avec Y. Baraud et S. Huet, nous analysons d’un
point de vue non-asymptotique des critères de la forme log-vraisemblance pénalisée,

crit(λ) = log
(
‖Y − f̂λ‖2

)
+ pen(λ) ou crit′(λ) = ‖Y − f̂λ‖2

(
1 +

pen′(λ)
n− dim(Sλ)

)
pour la sélection de modèles lorsque la variance σ2 est inconnue. Dans un premier temps, nous
analysons des critères de sélection classiques avec une pénalité proportionnelle à la dimension
du modèle, et donnons des conditions sur la famille {Sλ, λ ∈ Λ} pour que le risque quadratique
de l’estimateur sélectionné soit du même ordre de grandeur (ou presque du même ordre de
grandeur) que le risque oracle (1.1). Nous soulignons en particulier que dans le cadre de la
sélection de variables complète, le critère BIC (et donc a fortiori AIC, FPE, etc) peut conduire à
sélectionner un modèle de beaucoup trop grande dimension si la dimension p du paramètre β est
du même ordre de grandeur que n. Dans un second temps, nous proposons une pénalité pen′(λ)
flexible, s’adaptant à (presque) toute famille de modèle {Sλ, λ ∈ Λ}, et pour laquelle le risque
quadratique (ou Kullback) de l’estimateur sélectionné est contrôlé (non asymptotiquement) par
la borne

R(f̂λ̂) ≤ C inf
λ∈Λ

{
‖f − f̂λ‖2

(
1 +

pen′(λ)
n− dim (Sλ)

)
+ pen′(λ)σ2

}
,

où C > 0 est une constante numérique universelle.
Dans un dernier temps, nous détaillons comment cette machinerie peut être mise en oeuvre

pour détecter les composante non nulles de f , faire de la sélection de variables, détecter des
ruptures ou des changements de pente dans un signal, estimer de façon adaptative un signal,
etc. Dans chaque cas, nous explicitons la borne de risque obtenue.

b) Mélange d’estimateurs

Les qualités de la sélection de modèle sont doubles. D’une part, elle permet de sélection-
ner un estimateur dont le risque est contrôlé par le risque oracle Roracle(Λ), d’autre part le
modèle sélectionné Sλ̂ donne une information utile sur la structure de f . Le mélange d’estima-
teurs (1.2) est une alternative intéressante à la sélection de modèle, lorsque la préoccupation
principale est d’obtenir un estimateur f̂ de risque R(f̂) minimal. La plupart des procédures de
mélange d’estimateurs [Ca04, Ya00, JN00, Ts03, Ya04, BTW07, BN08, DT08, Go09] nécessitent
la connaissance de la variance σ2 du bruit, et sont basées sur un découpage des données en deux
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parties, une partie pour construire les estimateurs
{

f̂λ, λ ∈ Λ
}

et une partie pour constuire les
poids {ωλ, λ ∈ Λ} dans (1.2).

Dans le cadre de la régression gaussienne avec variance σ2 connue, Leung et Barron [LB06]
(voir aussi [RT11a]) proposent une forme de mélange de Gibbs dont les poids {ωλ, λ ∈ Λ} et
les estimateurs {f̂λ, λ ∈ Λ} sont construits à partir du même jeu de données Y = (y1, . . . , yn)T .
Les estimateurs considérés sont les estimateurs f̂λ obtenus en maximisant la vraisemblance sur
un sous espace linéaire Sλ ⊂ Rn, c’est-à-dire f̂λ = ΠSλ

Y où ΠSλ
est la projection orthogonale

sur l’espace Sλ. Leung et Barron [LB06] proposent une analyse très élégante (basée sur le lemme
de Stein) du mélange obtenu en prenant comme poids

ωλ =
πλ

Z
exp

(
−β(‖Y − f̂λ‖2/σ2 + 2dim(Sλ))

)
, où Z =

∑
λ∈Λ

πλ e−β(‖Y−f̂λ‖2/σ2+2dim(Sλ)),

{πλ, λ ∈ Λ} est une mesure de probabilité sur Λ et β ≤ 1/4. Ils obtiennent pour ce mélange
(avec β ≤ 1/4) la borne de risque

R(f̂) ≤ inf
λ∈Λ

{
R(f̂λ) +

1
β

log
1
πλ

}
(1.3)

qui possède la qualité remarquable d’avoir une constante égale à 1 devant le risque R(f̂λ). Dans
l’article [A9], nous étendons ces résultats au cas où la variance σ2 est inconnue, avec en tête un
cadre fonctionnel où fi = F (xi), i = 1, . . . , n. Dans ce cadre, les collections de modèles perti-
nentes possèdent en général une structure d’ordre partiel dont il est possible de tirer partie pour
estimer la variance. Nous proposons une forme de mélange ne demandant aucune connaissance
sur σ2, et démontrons pour l’estimateur f̂ obtenu une inégalité de la forme (1.3), mais avec une
constante

(
1 + 1

2n log n

)
devant l’infimum. Nous illustrons aussi l’intérêt du mélange d’estima-

teurs en améliorant cette borne d’un terme −σ2

β log(k), lorsqu’il existe k "bons modèles" pour
estimer f .

L’estimateur f̂ proposé dans [A9] peut prendre une forme particulièrement simple lorsque
la fonction F (x) est recherchée sous la forme

F (x) =
p∑

j=1

βjϕj(x),

avec les ϕj orthogonaux dans L2
(

1
n

∑
i δxi

)
. Pour des modèles de la forme

Sλ = {β ∈ Rp, βj = 0 si j /∈ λ} , λ ⊂ {1, . . . , p}

et lorsque log(πλ) est une fonction affine de dim(Sλ), l’estimateur f̂ obtenu est un estimateur de
"shrinkage" avec une fonction de "shrinkage" correspondant à une version régulière du seuillage
dur, voir Figure 1.1. Cette forme est particulièrement appréciable, car son coût de calcul est
très léger. Nous montrons aussi pour cette forme particulière, qu’une borne du type (1.3) peut
être obtenue pour des paramètres β allant jusqu’à 1/2, alors qu’un choix β > 1/2 peut conduire
à une explosion de la variance (overfitting). Enfin, à titre d’illustration, nous examinons les
performances de cet estimateur pour estimer une fonction à variation bornée à l’aide d’une
base de Haar. Dans ce cadre, l’estimateur de "shrinkage" f̂ permet d’estimer toute fonction F
de variation totale V (F ) (inconnue) à la vitesse (V (F )σ2 log(n)/n)2/3. L’estimateur f̂ possède
donc la qualité de se calculer rapidement, mais il présente une perte de vitesse en (log n)2/3

par rapport à la vitesse minimax. Nous concluons, en montrant qu’un algorithme à la Birgé-
Massart [BM00] pour les bases de Haar, permet au mélange d’atteindre la vitesse minimax, au
prix cependant d’un coût de calcul un peu plus élevé.
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Fig. 1.1 – La fonction de "shrinkage" dans le cas orthogonal.

c) Sélection d’estimateurs

Les procédures de sélection ou de mélange d’estimateurs décrites dans les articles [A7] et
[A9] possèdent de bonnes propriétés statistiques (contrôle de leur risque quadratique) mais
souffrent de deux rigidités.

La première rigidité, c’est qu’elles sont conçues pour travailler avec une collection fixe de mo-
dèles {Sλ, λ ∈ Λ}. Dans certains cas, comme la sélection de variable complète, la collection de
modèles

{
f̂λ, λ ∈ Λ

}
adaptée au problème est extrêment grande et les procédures de sélection ou

mélange ne peuvent pas être mise en oeuvre en pratique à cause des temps de calcul rédhibitoires
(à noter cependant que pour la régression linéaire sparse, Rigollet et Tsybakov [RT11a] proposent
une méthode MCMC efficace pour le calcul approché du mélange introduit par Leung et Bar-
ron [LB06]). Dans ce cas, on aimerait travailler avec une sous-collection de modèles

{
Sλ, λ ∈ Λ̂

}
où Λ̂ ⊂ Λ pourrait dépendre des données. Par exemple, pour la sélection de variables com-
plète, la famille

{
Sλ, λ ∈ Λ̂

}
pourrait être générée à l’aide des algorithmes LARS [EHJT04],

PLS [Wo66, He90], Random Forest [Br01], etc. L’objectif est alors de sélectionner le meilleur
estimateur f̂λ parmi la collection

{
f̂λ, λ ∈ Λ̂

}
.

La seconde rigidité des procédures décrites dans [A7] et [A9], c’est qu’elles ne travaillent
qu’avec des estimateurs du type f̂λ = ΠSλ

Y . Elles ne sont donc pas utiles pour sélectionner (ou
mélanger) parmi des estimateurs tels que le Lasso, les k-plus-proches-voisins, les estimateurs
"splines", les estimateurs à noyaux, etc. En particulier, elles ne permettent ni de sélectionner
le(s) paramètre(s) d’une procédure comme le λ du Lasso

β̂Lasso
λ = argmin

β∈Rp
‖Y −Xβ‖2 + 2λ|β|`1 ,

ni le noyau d’un estimateur à noyau, ni de choisir parmi différentes procédures d’estimation.
La validation-croisée propose une procédure générique pour sélectionner parmi une collection

(quasi)-arbitraire d’estimateurs
{
f̂λ, λ ∈ Λ

}
et permet donc de répondre aux deux problèmes
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mentionnés ci-dessus. Cependant, la justification des procédures de validation-croisée dans un
cadre non-asymptotique est restreinte à quelques cas particuliers, voir Arlot et Celisse [AC10]
pour une review récente. Par exemple, aucun résultat non-asymptotique n’existe pour la sélection
de variables complète.

Dans l’article [A4], écrit en collaboration avec Y. Baraud et S. Huet, nous proposons
une méthode permettant de sélectionner parmi une collection (quasi) arbitraire d’estimateurs{
f̂λ, λ ∈ Λ̂

}
dans un cadre de régression gaussienne à variance inconnue. Le risque de l’es-

timateur résultant est contrôlé par une borne non-asymptotique ressemblant à une borne de
type oracle. A titre d’exemple, cette procédure permet d’agréger des estimateurs préliminaires
et d’étendre au cadre de la variance inconnue les résultats de [Ts03, BTW07] (sous une forme
un peu plus faible). Elle permet aussi de sélectionner parmi une famille d’estimateurs linéaires,
ou de sélectionner parmi une collection de modèles

{
Sλ, λ ∈ Λ̂

}
dépendant des données. La

procédure de sélection est basée sur une famille S (fixée) d’espaces approximants S ⊂ Rn et une
mesure de complexité ∆ : S → R+ sur cette famille d’espace. Le critère de sélection, fait alors
intervenir l’erreur de reconstruction de Y par ΠS f̂λ, l’erreur d’approximation de f̂λ par ΠS f̂λ et
une pénalité pen∆(S) liée à la mesure de complexité ∆.

A titre d’exemple, décrivons cette procédure pour sélectionner parmi une famille finie d’esti-
mateurs linéaires (estimateurs à noyaux, ridge, "spline", k-plus-proches-voisins, etc) de la forme
f̂λ = AλY . Notons Im(Aλ) l’image de Aλ et A+

λ : Im(Aλ) → Im(AT
λ ) l’inverse de la bĳection

induite par la restriction de Aλ à Im(AT
λ ). La restriction de la projection ΠIm(AT

λ ) à l’espace
Im(Aλ) induit une application linéaire notée Π̄λ : Im(Aλ) → Im(AT

λ ). A chaque estimateur
f̂λ = AλY , associons la collection d’espaces approximant

{
S1

λ, . . . , S
n/2
λ

}
où Sk

λ est l’espace en-
gendré par "les" k vecteurs singuliers à droites de A+

λ − Π̄λ associés aux k plus petites valeurs
singulières. Remarquons que lorsque la matrice Aλ est symétrique définie positive, l’espace Sk

λ

coïncide avec l’espace engendré par "les" k vecteurs propres de Aλ associés aux k plus grandes
valeurs propres. Introduisons la fonction ∆ : S =

⋃
λ∈Λ

{
S1

λ, . . . , S
n/2
λ

}
→ R+, définie par

∆(S) = β(1 + dim(S)), avec β tel que
∑
S∈S

e−β(1+dim(S)) = 1.

L’estimateur f̂λ̂ est sélectionné en minimisant le critère

crit(λ) = inf
S∈

n
S1

λ,...,S
n/2
λ

o
[
‖Y −ΠS f̂λ‖2 +

1
2
‖f̂λ −ΠS f̂λ‖2 + Kpen∆(S) σ̂2

S

]
,

où K est une constante plus grande que 1,

σ̂2
S =

‖Y −ΠSY ‖2

n− dim(S)
,

et pen∆(S) est solution de

E
[(

U − pen∆(S)
n− dim(S)

V

)
+

]
= e−∆(S),

avec x+ la partie positive de x et U, V deux χ2 indépendants de degré de liberté respectifs
dim(S) + 1 et n − dim(S) − 1. Sous la condition que A+

λ − Π̄λ possède au plus n/2 valeurs
singulières inférieures à 1/2, le risque de l’estimateur sélectionné satisfait l’inégalité oracle

R(f̂λ̂) ≤ Cβ inf
λ∈Λ

R(f̂λ)
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pour une constante numérique C > 1.
Il est à noter que lorsque les estimateurs sont des estimateurs par projection

{
f̂ = ΠSλ

Y, λ ∈ Λ
}

,
la procédure de sélection décrite ci-dessus coïncide avec celle du a).

1.2 Modèles Graphiques Gaussiens

Considérons un graphe g non-orienté dont les noeuds sont labellés par {1, . . . , p}. Si deux
noeuds a et b sont joints par une arête dans g, nous noterons a

g∼ b. La loi d’une variable
aléatoire X = (X1, . . . , Xp) est un modèle graphique par rapport au graphe g si pour tout noeud
a ∈ {1, . . . , p} :

conditionnellement à
{

Xv, v
g∼ a

}
, la variable Xa est indépendante de

{
Xb, b

g� a
}

. (1.4)

Fig. 1.2 – Exemple : X6 est indépendante de {X1, X2, X3, X5, X8} sachant {X4, X7, X9}.

Lorsque la loi de X possède une densité strictement positive sur Rp, il existe un unique
graphe minimal gmin pour lequel (1.4) est vérifié. Si de plus la variable X est distribuée selon
une loi gaussienne N (0,Σ) avec Σ inversible, le graphe gmin est défini par

a
gmin∼ b ⇐⇒ cor(Xa, Xb | Xc, c /∈ {a, b}) 6= 0. (1.5)

Le problème d’estimer le graphe gmin d’une loi N (0,Σ) à partir de n réalisations de cette loi
a suscité de nombreux travaux récents (par exemple [DP07, WB06, CR06, SPGS00, KB08,
HLPL06, YL07, BGA08, FHT08, FFW09, MB06]), avec une attention particulière pour le cas
où p ≥ n, voir p� n. Au vue de la relation (1.5), une idée naturelle [DP07] est d’estimer gmin en
seuillant les corrélations conditionnelles empiriques ĉor(Xa, Xb | Xc, c /∈ {a, b}). Ces corrélations
conditionnelles empiriques ne sont malheureusement pas définie lorsque p ≥ n et peuvent être
très instables même pour des valeurs modérées de p. Un certain nombre de travaux [WB06,
CR06, SPGS00, KB08] ont proposé de travailler à la place avec des corrélations conditionnelles
empiriques restreintes ĉor(Xa, Xb | Xc, c ∈ S), pour des ensemble S de petite cardinalité.

Les corrélations conditionnelles étant données par la formule

cor(Xa, Xb | Xc, c /∈ {a, b}) =

[
Σ−1

]
ab√

[Σ−1]aa [Σ−1]bb
,
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le graphe minimal gmin peut aussi être défini par la relation

a
gmin∼ b ⇐⇒

[
Σ−1

]
ab
6= 0 . (1.6)

Partant de cette caractérisation, un certain nombre de papiers [HLPL06, YL07, BGA08, FHT08,
FFW09] proposent de maximiser la log-vraisemblance de Σ−1 sous une contrainte `1 pour obtenir
une estimée sparse de Σ−1. Le graphe ĝmin est alors défini par le squelette de Σ̂−1, c’est à dire
a

ĝmin∼ b si
[
Σ̂−1

]
ab
6= 0. Une alternative à ces approches est de considérer la matrice de régression

θ définie par
θ = argmin

θ∈Θ
‖Σ1/2(θ − I)‖2p×p ,

où Θ est l’ensemble des matrices p×p à diagonale nulle et ‖.‖p×p est la norme de Hilbert-Schmidt
sur les matrices p× p. La relation θab = −

[
Σ−1

]
ab

/
[
Σ−1

]
aa

induit une caractérisation de gmin

en fonction de θ
a

gmin∼ b ⇐⇒ θab 6= 0 . (1.7)

Cette idée est par exemple exploitée par Meinshausen et Buhlmann [MB06] qui proposent d’es-
timer la matrice θ à l’aide du Lasso.

Dans l’article [A8], nous proposons d’estimer le graphe gmin par une approche de sélection
de modèles basée sur la matrice θ. A tout graphe g, associons l’ensemble Θg des matrices de
diagonales nulle vérifiant la contrainte θa,b = 0 s’il n’y a pas d’arête entre a et b dans g. Si le
degré du graphe g (nombre maximum de voisin d’un noeud de g) est inférieur à n, on peut alors
définir l’estimateur

θ̂g = argmin
θ∈Θg

‖X(θ − I)‖2n×p

où X est la matrice n × p obtenue en rangeant les n réalisations de la loi N (0,Σ) par lignes.
Une mesure de risque naturelle associée à l’estimateur θ̂g est l’erreur de prédiction

R(θ̂g) = E
[
‖Σ1/2(θ̂g − θ)‖2

]
.

Dans l’article [A8], nous proposons un critère pour sélectionner un graphe ĝ parmi une collection
G de graphes, et nous montrons que sous la condition

∃ 0 < ρ < 1 tel que : deg(g) ≤ ρ
n

2
(
1.1 +

√
log(p)

)2 pour tout g ∈ G, (1.8)

la borne de risque suivante est vérifiée

R(θ̂ĝ) ≤ C log(p) inf
g∈G

R(θ̂g) + εn , (1.9)

où C > 1 est une constante numérique et εn est un terme résiduel tendant vers 0 à vitesse
exponentielle en n. Autrement dit, tant que chaque noeud du graphe gmin est peu connecté, il
est possible d’avoir une estimation raisonnable de θ en terme du risque de prédiction.

La condition (1.8) sur le degré est assez naturelle. Soit Gρ l’ensemble de tous les graphes à
p sommets de degré vérifiant (1.8). Le Lemme 1 de [A8] assure que pour tout δ ∈ ]

√
ρ, 1[, les

inégalités

1− δ ≤ sup
θ∈

S
g∈Gρ

Θg

1√
n
‖X(θ − I)‖2n×p

‖Σ1/2(θ − I)‖2p×p

≤ 1 + δ

ont lieu avec une probabilité supérieure à 1 − 2 exp
(
−n(δ −√ρ)2/2

)
. Inversement, il découle

de [BDDW08, CDD09] qu’il existe une constante c(δ) telle que les inégalités précédentes ne
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peuvent pas être vérifiées si le degré de g est supérieur à c(δ)n/(1 + log(p/n)). Ces arguments
suggèrent donc que les estimateurs θ̂g sont fiables tant que (1.8) est vérifié. Les résultats mini-
max récents de N. Verzelen [Verz10] pour le problème lié de la régression gaussienne à design
aléatoire, confirment que l’ordre de grandeur "n/2 log(p)" est celui à partir duquel il devient
quasi-impossible de faire de l’estimation.

La procédure décrite dans l’article [A8] possède de bonnes propriétés statistiques, mais elle
est extrêmement coûteuse en temps de calcul. En pratique, elle ne peut pas être mise en oeuvre
lorsque la dimension p de X dépasse quelques petites dizaines. Partant du constat que l’ensemble
G des graphes de degré inférieur à n/(2 log p) est trop vaste, nous proposons dans l’article [A5]
(écrit en collaboration avec N. Verzelen et S. Huet) d’implémenter la procédure décrite dans
[A8] uniquement sur une sous famille Ĝ de ces graphes, la famille Ĝ étant obtenue à l’aide de
procédures numériquement efficaces. Cette famille Ĝ est de cardinalité beaucoup plus petite que
G, mais elle dépend des données X. Nous montrons une inégalité ressemblant à (1.9) pour la
procédure résultante, ainsi qu’un résultat de consistence dans un cadre p � n. En résumé, le
critère de sélection introduit dans [A8] peut être utilisé pour

1. sélectionner les paramètres dont dépendent les multiples procédures proposées dans la
littérature,

2. sélectionner parmi toutes ces procédures la "meilleure" sur le jeu de données.

1.3 Régression multivariée de faible rang

Considérons le modèle de régression multivariée

yi = AT xi + σεi, i = 1, . . . , n,

où l’observation yi est un vecteur de RT , la matrice A est de taille p× T et la covariable xi est
un vecteur de Rp. En notant Y , X et E les matrices de lignes respectives yT

i , xT
i et εT

i , le modèle
de régression multivarié se met sous la forme matricielle

Y = XA + σE.

Un objectif classique est de chercher à estimer la matrice A avec l’a priori que son rang est
faible [An51, Iz75, RV98]. Remarquons que l’on a

Yia = 〈AT xi, ea〉+ σEia

= 〈xie
T
a︸︷︷︸

=Zia

, A〉+ σEia

donc le modèle de régression multivarié est un cas particulier du modèle de régression trace

wj = 〈Zj , A〉+ σξj , j = 1, . . . , N, (1.10)

étudiés en détails dans [Ba08, NW09, RT11b, KLT10] (voir aussi [LMY10, YELM07]). L’esti-
mateur de type "`1" proposé pour la régression trace (1.10) s’écrit dans le cas particulier de la
régression multivariée sous la forme

Âλ = argmin
A

{
‖Y −XA‖2 + 2λ

∑
k

σk(A)

}

où ‖.‖ est la norme de Hilbert-Schmidt et σ1(A) ≥ σ2(A) ≥ . . . est la suite des valeurs singulières
de A. Les bornes obtenues (par exemple dans [KLT10]) pour la régression trace offrent donc
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un contrôle sur l’estimateur Âλ. Cependant, ces résultats sont basés sur une condition "RIP"
qui dans le cas multivarié requiert que XT X est inversible et donc n ≥ p. Dans la courte
note [CN1] nous montrons que cette condition "RIP" peut être relâchée dans le cas de la
régression multivariée en la condition suivante (compatible avec n < p) :

pseudo-RIP :
1 ≤ σ1(X)

σq(X)
≤ η < +∞, avec q = rang(X).

Sous cette condition, une adaptation immédiate des résultats de Koltchinskii et al. [KLT10]
garantit le résultat suivant. Si les entrées de la matrice E sont i.i.d. de loi gaussienne N (0, σ2),
pour le choix λ = Kσmax(X)(

√
T +
√

q) σ avec K > 1, on a

‖XÂλ −XA‖2 ≤ inf
B∈Rp×T

{
‖XB −XA‖2 + 6K2η2

(√
T +
√

q
)2

rang(B) σ2

}

= min
r≤min(T,q)

 ∑
k≥r+1

σk(XA)2 + 6K2η2
(√

T +
√

q
)2

r σ2

 ,

avec probabilité supérieure à 1 − e−(K−1)2(T+q)/2 (voir [CN1]). La premier terme du membre
de droite de l’inégalité correspond au biais minimal lorsque l’on cherche à approximer XA par
XB avec B de rang inférieur à r. Le second terme est du même ordre de grandeur que la vitesse
minimax pour estimer XA avec rang de A inférieur à r. Cette borne possède donc les bons
ordres de grandeurs tant que le rapport η = σ1(X)/σq(X) reste de taille raisonnable.

Dans le cadre de la régression multivariée, il est possible de s’affranchir de l’estimateur Âλ

et de travailler directement avec les estimateurs

Âr = argmin
A : rang(A)≤r

‖Y −XA‖2, r = 1, . . . ,min(q, T ).

En effet, ceux-ci peuvent se calculer numériquement à l’aide d’une simple décomposition en
valeurs singulières [RV98]. Dans un cadre non-asymptotique à variance connue, le problème de
la sélection du rang r en minimisant un critère de la forme

critσ2(r) = ‖Y −XÂr‖2 + pen(r)σ2, (1.11)

a été analysé récemment par Bunea et al. [BSW11]. Dans le cadre où les entrées de la matrice E
sont i.i.d. de loi gaussienne N (0, σ2), Bunea et al. proposent une pénalité de la forme pen(r) =

λ
(√

q +
√

T
)2

r, avec λ > 1. Pour cette pénalité, les auteurs démontrent une inégalité oracle

pour le risque R(Â) = E
[
‖XÂ−XA‖2

]
et ils obtiennent des bornes sur la probabilité d’estimer

correctement le rang avec r̂. L’une des qualités de ces résultats, c’est qu’ils ne nécessitent aucune
hypothèse sur le design X. Dans le cas où la variance σ2 est inconnue et le rang de X est inférieur
à n, Bunea et al. proposent de remplacer σ2 dans (1.11) par

σ̂2 =
‖Y −ΠXY ‖2

T (n− q)
,

où ΠX est la projecteur orthogonal sur l’image de X. Le cas de figure où le rang de X est
inférieur à n est hélas peu probable lorsque le nombre p de covariables est supérieur à la taille
n de l’échantillon.
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Dans l’article [A6], nous explorons en détail le problème de la sélection du rang r dans un
cadre gaussien à variance inconnue, sans hypothèse sur le rang de X. Nous considérons un critère
de sélection de la forme

crit(r) = log
(
‖Y −XÂr‖2

)
+ pen(r), (1.12)

pour lequel nous calculons une forme de pénalité minimale. Soit q = rang(X) et Gq×T une
matrice aléatoire q× T d’entrées i.i.d. de loi normale N (0, 1). En notant Sq×T (r) l’espérance de
la (2, r)-norme de Ky-Fan de Gq×T , c’est à dire

Sq×T (r) = E
[
‖Gq×T ‖(2,r)

]
, avec ‖Gq×T ‖2(2,r) =

r∑
k=1

σk(Gq×T )2,

nous montrons dans l’article [A6] que la pénalité

pen(r) = − log
(

1− λ
Sq×T (r)2

nT − 1

)
avec λ = 1 est "minimale" pour le critère (1.12) dans le sens suivant. Pour λ > 1 l’estimateur
sélectionné Âr̂ satisfait une borne de type oracle, alors que pour λ < 1 le rang r̂ sélectionné est
du même ordre de grandeur que min(q, T ) lorsque A = 0 (et donc rang(A) = 0). Nous montrons
aussi que dans le cadre à variance connue, la pénalité

pen(r) = λSq×T (r)2

avec λ = 1 est minimale pour le critère (1.11). Les pénalités pen(r) =
(√

T +
√

q
)2

r et pen(r) =
Sq×T (r)2 sont représentées Figure 1.3.
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Fig. 1.3 – Pénalité pen(r) =
(√

T +
√

q
)2

r (en noir) et pen(r) = Sq×T (r)2 (en rouge épais).

D’un point de vue pratique, la quantité Sq×T (r) peut être évaluée efficacement par Monte
Carlo lorsque q ou T est petit. Lorsque q et T sont grands, Sq×T (r) peut être approximé préci-
sément à l’aide de la loi de Marchenko-Pastur [MP67]. La procédure de sélection d’estimateur
est mise en oeuvre dans le code [C2].
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Enfin, lorsque les entrées de la matrice d’erreur E sont i.i.d. de loi PE sous-gaussienne, les
mêmes résultats ont lieu en remplaçant Sq×T (r) par

SX(r) = E
[
‖ΠXG‖(2,r)

]
,

où ΠX est le projecteur sur l’image de X et G est une matrice aléatoire n×T d’entrées i.i.d. de
loi PE .

1.4 Quelques perspectives

Parmi les sujets abordés dans ce chapitre, deux points mériteraient une plus grande attention.
Le premier est l’analyse de modèles de régression multivariée plus complexes, le second est le
mélange d’estimateurs arbitraires dans un esprit similaire à [A4].

Régression multivariée

Le modèle de régression multivariée analysé dans [A6] suppose que les composantes du
bruit εi sont indépendantes et de même variance. Un modèle plus réaliste en pratique, serait
de supposer que les εi sont i.i.d. de loi gaussienne N (0,Σ). Lorsque la matrice Σ est connue,
l’analyse du modèle ne pose pas de difficultés. Par contre, l’analyse est beaucoup plus complexe
dans le cas où Σ est inconnue. Un premier pas serait d’analyser le cas où la matrice Σ est
diagonale (et inconnue). Dans ce cas, on ne sait pas calculer efficacement l’estimateur Âr obtenu
en maximisant la vraisemblance conjointement en Σ et A avec la contrainte rang(A) ≤ r. On
peut chercher à relâcher ce problème d’optimisation en le convexifiant selon le schéma suivant.
La première étape est de reparamétrer le problème en D = Σ−1/2 et B = AΣ−1/2 afin de rendre
la log-vraisemblance concave. La seconde étape est de convexifier la contrainte rang(A) ≤ r en
imposant à la place une contrainte sur la norme nucléaire de B. Le résultat de cette procédure
est le problème d’optimisation convexe

(B̂λ, D̂λ) ∈ argmin
B,D

{
−n log(|D|) +

1
2
‖Y D −XB‖2 + λ

∑
k

σk(B)

}
.

Il serait intéressant d’analyser l’estimateur résultant Âλ = B̂λD̂−1
λ avec les outils développés

pour la régression trace. La difficulté réside dans le contrôle de D̂λ.
Une autre classe de modèles de régression multivariée mériterait une plus grande attention.

Dans un cadre où on chercherait à prédire des phénotypes à partir de niveaux d’expression de
gènes et / ou d’abondances de protéines, une hypothèse naturelle est de supposer que la matrice
A est à la fois "creuse" (beaucoup de zéros) et de faible rang. Une analyse de la complexité de la
collection de modèles utile pour estimer une matrice A creuse et de faible rang (sans connaître
ni le rang, ni les zéros de A), laisse présupposer qu’il est possible dans certains cas d’estimer
A à une vitesse plus rapide que si on suppose seulement "A creuse" ou "A de faible rang". La
collection de modèles nécessaire étant de très grande taille, il n’est pas envisageable de mettre
en oeuvre une telle approche en pratique. Une nouvelle fois, une possibilité est de convexifier le
problème en résolvant

Âλ ∈ argmin
A

{
‖Y −XA‖2 + λ|A|`1 + µ

∑
k

σk(A)

}
. (1.13)

Gaiffas et Lecué [GL10] se sont intéressés à des estimateurs de ce type pour la régression trace.
Leurs résultats (difficiles) ne fournissent que des vitesses "lentes". Pour l’estimateur (1.13), il est
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possible d’obtenir des vitesses plus rapides, mais celles-ci ne montrent pas le bénéfice de la double
pénalisation `1 et nucléaire. Beaucoup de chemin reste à parcourir pour mieux comprendre ce
cadre.

Mélange d’estimateurs arbitraires

De nombreux résultats ont été obtenus pour mélanger des estimateurs arbitraires. Ces pro-
cédures sont basées sur deux jeux de données : un jeu pour calculer les estimateurs f̂λ, un autre
jeu pour calculer les poids ωλ. Quelques travaux [LB06, RT11a] et [A9] réalisent un mélange en
se basant sur le même jeu de données à la fois pour calculer les estimateurs f̂λ et les poids ωλ.
Cependant, les seuls estimateurs considérés dans ces articles sont les estimateurs par projection
f̂λ = ΠSλ

Y (à noter néanmoins l’existence de résultats dans la thèse de G. Leung pour des esti-
mateurs de James-Stein). Lorsque l’objectif est la prédiction, il serait intéressant de développer
des procédures performantes de mélange

(i) ne demandant pas la connaissance de la variance σ2,
(ii) permettant de mélanger des estimateurs arbitraires,

dans un esprit semblable à [A4].
Dans un premier temps, il est raisonnable de considérer le cas simple des estimateurs linéaires

f̂λ = AλY avec Aλ =
∑

i σi(λ)viv
T
i et les σi(λ) ≥ 0. Lorsque la variance σ2 est connue, une

analyse très similaire à [LB06] permet d’obtenir une borne de risque fine pour l’estimateur
f̂ =

∑
λ∈Λ ωλf̂λ avec ωλ ∝ πλe−r̂λ/(8σ2) où

r̂λ = ‖Y − f̂λ‖2 + 2σ2Tr(Aλ), et πλ = e−αTr(AT
λ Aλ), avec α > 0 tel que

∑
λ∈Λ

e−αTr(AT
λ Aλ) = 1.

Cet estimateur f̂ satisfait la borne de risque

E
[
‖f̂ − f‖2

]
≤ min

λ∈Λ

[
E

[
‖f̂λ − f‖2

]
+ 8α Tr(AT

λ Aλ)σ2
]

≤ (1 + 8α) min
λ∈Λ

E
[
‖f̂λ − f‖2

]
.

Dans le cadre d’estimateurs linéaires quelconques, il n’est pas possible de mettre en oeuvre une
stratégie similaire à [A9] pour le cas où la variance est inconnue. Des bornes de risque peuvent
être obtenues pour des formes de poids un peu différentes (avec σ2 inconnue), mais ces bornes
donnent des contrôles moins bons que la sélection d’estimateurs avec [A4].
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2 Statistiques pour la biologie

2.1 Inférence de réseaux de régulation

La biologie des systèmes est une branche émergente de la biologie, dont l’objet est l’étude
d’une entité biologique (cellule, organe, organisme) dans son ensemble, avec une attention
spéciale pour ses mécanismes de régulation. Il s’agit moins d’identifier précisément comment
s’opèrent les régulations (mécanismes biochimiques complexes), que de chercher à comprendre
les propriétés émergentes du système (stabilité, résilience, etc).

L’une des grandes difficultés à laquelle se heurte la biologie des systèmes est l’identification
des liens de régulation existant au sein du génome / protéome / métabolome, y compris pour
les organismes modèles tels E. coli, B. subtilis, A. thaliana, etc. En effet, il est matériellement
impossible de tester expérimentalement tous les liens de régulation possibles entre les 25 à
30 000 gènes de A. thaliana. L’analyse statistique offre une approche intéressante pour identifier
des liens "possibles" ou "probables" entre différents gènes. Les techniques actuelles des biopuces
ou de protéomique LC-MS/MS permettent de mesurer simultanément l’abondance d’un grand
nombre d’ARNm ou de peptides. À partir de ces mesures de niveau d’expression des gènes ou
d’abondance de protéines, il est possible de conduire deux types d’analyse statistique.

La première est une analyse différentielle des niveaux d’abondances mesurés dans deux condi-
tions expérimentales différentes. Ce type d’analyse permet d’identifier de façon fiable des gènes
/ protéines intervenant dans la réponse à un stress (physiologique, chimique, biotique, etc). Ce-
pendant, elle demande la réalisation coûteuse d’un très grand nombre d’expériences et ne permet
d’identifier qu’un petit nombre de liens à la fois. Une seconde approche consiste à effectuer une
analyse des dépendances statistiques globales entre les niveaux d’abondances mesurés. Le prin-
cipe est que le réseau des dépendances conditionnelles entre les abondances reflèterait, au moins
en partie, le réseau de régulation biologique. Dans cette optique diverses approches ont été dé-
veloppées. Certaines approches [MV08, Vert10] se basent sur la connaissance de certains liens
pour chercher à identifier les autres : elles se situent donc dans le domaine de l’apprentissage
supervisé. D’autres approches basées sur les modèles graphiques sont non-supervisées.

Fig. 1.4 – Exemple de graphe acyclique orienté.

Supposons qu’un graphe acyclique orienté ~g, comme à la Figure 1.4, représente le réseau
de régulation entre p variables X1, . . . , Xp. Les modèles graphiques orientés fournissent alors un
cadre statistique naturel pour modéliser la loi du vecteur X = (X1, . . . , Xp). En effet, dans un tel
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modèle, une variable Xa est indépendante des variables "non-descendantes" conditionnellement
aux variables "parents directs". Par exemple dans le cas de la Figure 1.4, conditionnellement à
{X5, X8, X10} la variable X11 est indépendante des variables autres que X12 et X18. Si on modé-
lise les variables observées par un modèle graphique orienté, le problème statistique devient alors
d’estimer à partir de n réalisations du vecteur X le graphe ~g. Ce problème est malheureusement
mal posé. En effet, il existe en général plusieurs graphes orientés minimaux compatibles avec la
loi de X. Par exemple, dans le simple modèle autorégressif d’ordre 1, AR(1), les deux graphes

1→ 2→ . . .→ p et 1← 2← . . .← p ,

sont des graphes minimaux compatibles avec la loi de X. Maathuis et al. [MKB09, KMCMB11]
proposent de contourner le problème en estimant les différents graphes orientés compatibles avec
la loi de X, puis en donnant une mesure d’importance à chaque arrête correspondant à l’effet
d’intervention minimal parmi tous les graphes obtenus.

Une alternative aux modèles graphiques orientés est la modélisation graphique non-orientée,
présentée section 1.2. Dans ce cas, le graphe minimal est unique et le problème est bien posé.
En plus, il n’y a pas d’hypothèse d’acyclicité du réseau de régulation, évitant d’exclure tous les
phénomènes de rétroaction. Mentionnons que si la loi de X est un modèle graphique orienté par
rapport au graphe acyclique ~g, alors c’est aussi un modèle graphique non-orienté par rapport
au graphe moral de ~g (graphe non orienté obtenu en retirant les "flèches" aux arêtes de ~g et en
joignant les noeuds de ~g pointant vers un même noeud).

Modèles non-orientés Modèles orientés

Xa independant de {Xb : b
g

� a} sachant
{Xb : b

g∼ a}
Xa indépendant de {Xb : a

~g9 . . .
~g9 b}

sachant {Xb : b
~g→ a}

En collaboration avec Sylvie Huet et Nicolas Verzelen, nous avons développé une procédure
statistique [A5] et un package R [C1], dédiés à l’estimation dans le cadre des modèles graphiques
gaussiens non-orientés. A côté des aspects théoriques évoqués section 1.2, une grosse partie du
travail a été de tester sur des jeux de données simulées un grand nombre de méthodes pour
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explorer l’espace des graphes. Nous avons retenu les plus performantes et nous décrivons dans
[A5] leur comportement typique lors de nos expérimentations. Enfin, en collaboration avec
Annie Bouvier nous avons optimisé le code [C1] en C et FORTRAN là où c’était nécessaire. De
nouvelles fonctionnalités (actuellement uniquement disponibles sur demande) seront intégrées
lors de la prochaine mise à jour du package.

A titre d’illustration, la Figure 1.5 donne le graphe sélectionné par GGMselect à partir
des données d’expression de gènes de Hess et al. [He06]. L’analyse est effectuée sur 26 gènes
présentant un fort pouvoir prédictif pour la guérison du cancer du sein après chimiothérapie. La
population étudiée est celle des 99 patients non guéris (non-PCR) après traitement.

AMFR

BB_S4

BECNI

BTG3

CA12

CTNND2

E2F3

ERBB4

FGFRIOP

FLJ10916

FLJI2650

GAMT

GFRAI

IGFBP4

JMJD2B

KIA1467

MAPT

MBTP_SI

MELK

METRN

PDGFRA

RAMPI

RRM2

SCUBE2

THRAP2

ZNF552
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Fig. 1.5 – Graphe selectionné par GGMselect pour 26 gènes de patients non-PCR.

2.2 Analyse des déformations anatomiques du cerveau

Les structures de connectivité du cerveau portent une information importante sur son fonc-
tionnement et sur les relations anatomiques (existence de fibres neuronales) entre les différentes
zones fonctionnelles. Il est en particulier intéressant de chercher des régions qui ne sont pas
reliées directement par une fibre mais dont les comportements sont corrélés. L’existence ou le
manque de certains de ces liens peut s’avérer être un marqueur d’une pathologie. La structure
de dépendance statistique entre les déformations de diverses régions anatomiques du cerveau
par rapport à un cerveau type reflèterait une partie de ces structures de connectivité. Selon
ce paradigme, l’analyse statistique permet donc d’explorer les grandes structures du réseau de
connexion du cerveau [Ki10, LCKKL06].

Les modèles graphiques gaussiens fournissent un cadre naturel pour explorer les dépen-
dances conditionnelles entre divers points du cerveau. Cependant, contrairement au cadre de
la section 1.2, le graphe gmin sous-jacent n’a aucune raison d’être de faible degré car chaque
point est fortement connecté à son entourage immédiat. Nous avons donc l’a priori qu’il existe
d’une part de multiples connexions à faible distance (qui ne nous intéressent pas) et d’autre part
quelques connexions longue distance que l’on cherche à estimer. Dans l’article [A3], écrit en col-
laboration avec Stéphanie Allassonnière, nous développons une procédure d’estimation dédiée à
ce contexte. Nous partons de l’a priori que le graphe gmin contient un graphe g0 liant chaque
point à ses voisins et nous explorons l’existence d’arêtes en dehors de g0. L’exploration de ces
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arêtes est basée sur l’algorithme Elastic Net [ZH05] et la sélection finale des arêtes s’effectue à
l’aide d’une version modifiée du critère développé dans [A8].

Fig. 1.6 – Représentation visuelle des log-jacobiens de déformation.

Cette procédure a été mise en oeuvre pour explorer des déformations de la surface de l’hippo-
campe. Les données, gracieusement transmises par l’Université John Hopkins [Mi09], fournissent
le log du Jacobien de la déformation de l’hippocampe de 101 sujets par rapport à un hippocampe
"modèle", voir Figure 1.6. Parmi les 101 sujets, 44 souffrent de la maladie d’Alzheimer et 57 sont
des patients sains (contrôle). Nous constatons que les patients atteint par la maladie d’alzeimer
présentent une connectivité statistique plus faible que les patients sains, mais il faudra une plus
grande base de données pour éventuellement confirmer cette tendance.

2.3 Délimitation de populations synchrones

La dynamique des populations d’oiseaux est très dépendante du climat : des populations
soumises aux mêmes contraintes climatiques auront tendance à fluctuer de manière synchrone.
Ce forçage climatique peut s’opérer à des échelles spatiales très variées selon les composantes
du climat et le cycle de vie. D’autres forçages peuvent aussi s’opérer (fluctuation des ressources,
synchronisation par échanges d’individus, etc), mais ces phénomènes sont probablement de faible
ampleur chez les oiseaux. Délimiter les populations synchrones apporterait donc beaucoup à la
compréhension des échelles spatiales auxquelles s’opère le forçage climatique et contribuerait à
mieux comprendre les liens que l’on peut faire entre climat et dynamique de populations.

Le Muséum National d’Histoire Naturelle dispose d’une vaste base de données STOC re-
cueillies par des ornithologues amateurs selon un processus très strict. Ces données ont été
collectées une fois par an depuis 2001, sur environ 1700 sites. Les comptages sont ainsi dispo-
nibles pour de nombreux sites d’observation, mais les séries temporelles sont courtes (au plus
9 années) et très incomplètes. En effet, sur la période 2001-2009, seuls 361 sites disposent d’au
moins 7 années d’observations.

Dans l’article [A1], écrit en collaboration avec Emmanuelle Porcher et Romain Julliard,
nous nous intéressons au problème de délimiter des populations synchrones à partir des données
STOC. Nous avons en tête que chaque site s possède sa propre abondance caractéristique mais
qu’il existe une synchronie au niveau des variations temporelles de ces abondances. Autrement
dit, on s’attend à ce qu’il existe une partition des sites en régions R1, R2, . . ., telle que tous les
sites d’une même région R ont une dynamique temporelle (quasi) identique t→ ρR(t). En notant
xs la localisation du site s et Zst l’observation au site s l’année t, on cherche donc à ajuster le
modèle

Zst ∼ Poisson(exp(θs + f(xs, t))) avec f(x, t) =
∑
R

ρR(t)1R(x) et f(., 1) = 0, (1.14)

les régions R et les paramètres θs, ρR(t) étant inconnus. Chaque région R délimite une population
synchrone dont la dynamique est donnée par t→ ρR(t). Le paramètre exp(θs) est proportionnel
à l’abondance sur le site s (qui dépend des caractéristiques du site), θs représente donc un "effet
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site". Il n’est pas possible d’ajuster directement le modèle (1.14) par maximum de vraisemblance
car la complexité de l’optimisation en les régions R1, . . . , Rk est beaucoup trop importante. Nous
choisissons donc de relâcher le problème d’optimisation en le convexifiant. Nous introduisons sur
l’espace des fonctions f : D × {1, . . . , T} → R une norme STV(f) qui favorise les fonctions de
la forme f(x, t) =

∑
R ρR(t)1R(x). Cette norme est définie pour les fonctions f dans L1

loc(D ×
{1, . . . , T}) par

STV(f) = sup
{
−

∑
t

∫
D

f(x, t)divx(φ(x, t)) dx : φ(., t) ∈ C∞
c (D, Rd) and

∥∥∥∑
t

‖φ(., t)‖
∥∥∥
∞
≤ 1

}
.

Lorsque la fonction f est C1 en la variable x la norme STV(f) prend la forme simple

STV(f) =
∫
D

max
t
‖∇xf(x, t)‖ dx.

L’estimation s’effectue alors en maximisant la log-vraisemblance moins une pénalité, cette péna-
lité étant proportionnelle à une version discrétisée de STV(f). Nous obtenons ainsi un problème
d’optimisation convexe qui peut être attaqué numériquement à l’aide d’un algorithme primal-
dual, dont la convergence est assurée par le Théorème 3.14 de Chambolle et al. [Ch10]. Cet
algorithme [C3], programmé en FORTRAN avec une interface en R, a été mis à disposition du
Muséum National d’Histoire Naturelle.
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Fig. 1.7 – Gauche : ACP de f̂ et segmentation par kmeans. Droite : régions obtenues.

La Figure 1.7 représente les régions obtenues en réalisant une segmentation par kmeans du
f̂ estimé pour les données STOC. Les 5 régions étant délimitées, la dynamique de chacune des
régions est estimée par maximum de vraisemblance. Ces dynamiques sont représentées Figure 1.8.
Les régions estimées ont du sens d’un point de vue écologique, mais nous restons prudents dans
l’interprétation des résultats. En effet, les sites sont distribués de façon très hétérogène et les
frontières entre les régions estimées ont tendance à passer à travers les "déserts" d’observation.
Il est donc difficile de conclure si nous apprenons des limites de populations synchrones ou
simplement la topologie des sites d’observation.

Cela nous a conduit à explorer la fiabilité de la procédure d’estimation sur des données si-
mulées. Il ressort que l’algorithme détecte plutôt bien les régions périphériques, mais a du mal
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Fig. 1.8 – Dynamique temporelle pour chaque région. Continu : modèle (1.14) ajusté avec les
régions R de la Figure 1.7. Pointillés : mean(f̂ [R == r, ]).

à détecter les régions "centrales" (régions ayant des limites ne touchant pas les frontières du
domaine). Cette tendance s’explique facilement par le fait que la norme STV pénalise propor-
tionnellement au périmètre d’une région. Il est donc beaucoup plus coûteux en terme de la norme
STV d’ajouter une région centrale qu’une région périphérique.

2.4 Quelques perspectives

Le champ des problèmes statistiques posés par le développement soutenu des biotechnologies
est extrêmement vaste. Les caractéristiques usuelles des données récoltées actuellement sont

– des jeux de données massifs mais présentant relativement peu de répétitions,
– un bruit biologique et/ou technique important et une proportion non négligeable de don-

nées manquantes,
– des données hétérogènes apportant des informations de nature différentes.

Parallèlement, les questionnements biologiques restent bien souvent de nature assez qualita-
tive. Par exemple, l’intérêt se portera en général plus sur la compréhension de la structure des
interactions entre différentes entités biologiques, que sur la prédiction d’une (ou plusieurs) quan-
tité(s) d’intérêt. Les problèmes statistiques sont donc plus souvent de la catégorie des problèmes
inverses, que de celle des problèmes de prédiction, à l’exception notable des problèmes de diag-
nostic médical. Cet ensemble de caractéristiques engendre de réelles difficultés d’un point de vue
statistique. Il apparaît clairement que (dans le meilleur des cas) seules des procédures statis-
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tiques performantes et exploitant pleinement les structures du problème permettent d’apporter
des éléments de réponses aux questions biologiques actuelles. Pour éviter une inflation démesurée
de cette section, nous allons nous circonscrire à quelques perspectives liées aux travaux évoqués
précédemment. En particulier, nous n’allons pas évoquer toutes les perspectives liées aux projets
structurants auxquels nous participons.

Concernant l’estimation non-supervisée de réseaux de gènes, de nombreuses approches ont
été proposées, mais leur pertinence reste à démontrer. En effet, nous sommes actuellement à un
stade où il faudrait pouvoir tester les différentes méthodes développées sur des données relatives
à un ensemble de gènes dont on connaitrait parfaitement la structure du réseau de régulation (les
seuls test effectués aujourd’hui sont sur des données synthétiques). De telles données pourraient
être accessibles très prochainement sur B. subtilis. Un tel retour expérimental permettra de
mieux cerner les forces et faiblesses de chacune des approches et les prochains axes à développer.

Concernant la délimitation de populations synchrones, deux points sont à approfondir. Le
premier point est de parvenir à contourner l’hétérogénéité spatiale des sites d’observation. Une
approche possible serait de déplacer virtuellement les sites afin d’obtenir une répartition plus
homogène. Bien sûr, il faut parvenir à préserver un maximum de propriétés topologiques et
l’idéal serait d’avoir des déformations très locales de l’espace. Des approches par particules
en interaction, ou par transport optimal seraient à envisager. Le second point à approfondir
concerne la sélection du nombre de régions à conserver. Le chemin de régularisation complet
peut apporter une information écologiquement intéressante, il faut cependant veiller à ce que
les motifs obtenus reflètent autre chose que du bruit. Une analyse théorique du modèle semble
difficile, cependant une approche empirique par des tests d’hypothèses ou par validation-croisée
est envisageable.

Enfin, signalons une famille de problèmes méritant une attention pratique et théorique. Dans
de nombreux cas, l’objectif est de comprendre le lien entre un nombre modéré de mesures et
un grand nombre de covariables, en ayant à disposition un échantillon de taille relativement
limitée. A titre d’exemple, il peut s’agir de relier des phénotypes à des abondances de protéines,
des niveaux d’expressions de gènes à des DNA copy number, des scores cognitifs à des images
IRMf, etc. Les modèles de régression multivariée peuvent alors s’avérer utiles pour explorer
ces liens. Selon le problème considéré, diverses hypothèses peuvent être envisagées : régression
linéaire avec matrice "creuse" et de faible rang, modèles à effets mixtes, inverse creux de la
matrice de covariance du bruit, régression non linéaire sparse, etc. Développer des procédures
statistiques efficaces et des critères de sélection performants dans ces contextes apporterait des
outils très utiles pour l’analyse de données biologiques.

27



3 Etude de quelques processus stochastiques

3.1 Turbulence de Burgers et particules collantes

La turbulence de Burgers est un modèle simplifié de turbulence hydrodynamique introduit
par Burgers [Bu48, Bu50, Bu74]. Ce modèle ne reflète que très partiellement la turbulence
hydrodynamique, voir Kraichnan [Kr68] pour une analyse des similitudes et différences. Ce
modèle apparait cependant dans de nombreux domaines de physique mathématique, par exemple
pour décrire la formation des grandes structures de l’univers [VDFN94], des phénomènes de
sédimentation ou en acoustique [Wo98]. En dehors de la modélisation physique, les propriétés
statistiques remarquables de la turbulence de Burgers suscitent une attention particulière. Par
exemple, Bertoin [Be00] a mis à jour des liens étroits entre la turbulence de Burgers et la
coalescence additive.

Contexte

L’équation de Burgers non visqueuse (aussi appelée équation de Riemann)

∂tu + u∂xu = 0, x ∈ R, t ≥ 0 (1.15)

admet une unique solution faible entropique u(x, t) pouvant être obtenue comme limite lorsque
ε→ 0 de l’unique solution forte uε de l’équation avec viscosité

∂tu + u∂xu = ε∂2
xxu.

Dès que la condition initiale u(., 0) vérifie la condition

W (x) =
∫ x

0
u(z, 0) dz

±∞= o(x2) (1.16)

la solution entropique u(x, t) de (1.15) peut se mettre sous la forme

u(x, t) =
x− a(x, t)

t
(1.17)

où a(., t) est une fonction croissante. Les discontinuités de u(., t) coïncident donc avec les sauts
(positifs) de a(., t) et sont appelées "chocs" de la solution.

Les solutions de l’équation de Burgers (1.15) sont intimement liées au modèle de particules
collantes proposé par Zeldovich [Ze70]. Les particules collantes sont des particules ponctuelles
évoluant librement entre deux collisions. Lorsque plusieurs particules se rencontrent, elles fu-
sionnent en une seule particule avec conservation de la masse et du moment (et donc avec
dissipation d’énergie). Cette évolution est une solution faible particulière du système{

∂tρ + ∂x(ρv) = 0
∂t(ρv) + ∂x(ρv2) = 0

(1.18)

où ρ(., t) représente la densité de masse au temps t et v(., t) le champ de vitesse. La dynamique
de particules collantes infinitésimales réparties au temps initial selon la mesure de Lebesgue sur
R est liée à l’équation de Burgers comme suit. Si on note u(x, t) = (x − a(x, t))/t la solution
entropique de (1.15) avec condition initiale u(., 0) = v0 vérifiant (1.16), alors le couple

v(x, t) =
u(x+, t) + u(x−, t)

2
et ρ = ∂xa(dx, t),
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(∂xa(dx, t) étant la dérivée de Stieljes de a(., t)) est solution faible de (1.18) avec condition
initiale ρ(dx, 0) = dx et v(., 0) = v0. La répartition au temps t des particules collantes est
donc totalement décrite par la dérivée spatiale (au sens de Stieljes) de a(x, t) = x − tu(x, t).
En particulier, la présence d’un amas macroscopique dans le modèle de particules collantes
correspond à la présence d’un choc dans la solution u(x, t) de (1.15) : la vitesse et la position
du choc coïncident avec celle de l’amas, et l’amplitude du choc est égale à la masse de l’amas
divisé par t. Inversement, un point régulier de u(., t) correspond à une particule restée isolée au
temps t.

L’un des aspects remarquables de l’équation de Burgers non visqueuse (1.15) est l’existence
d’une formule explicite pour la solution u(x, t). En effet, dès que (1.16) est vérifiée, la solution
u de (1.15) est de la forme (1.17) avec a(x, t) donné par la célèbre formule de Hopf-Cole [Ho50,
Co51]

a(x, t) = argmax
a

+
{

W (a) +
1
2t

(a− x)2
}

où argmax+ représente le sup des a pour lequel le maximum est atteint, voir Figure 1.9. La
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Fig. 1.9 – La fonction x→ a(x, t).

solution u(x, t) est alors entièrement caractérisée par "l’enveloppe t−1-parabolique" de W . Cette
enveloppe est définie comme suit. Rappelons que l’enveloppe convexe fC d’une fonction f est
donnée par

fC(x) = sup{g(x) : g est linéaire et g ≤ f}.
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L’enveloppe α-parabolique de f est définie de la même manière mais en remplaçant la contrainte
"g est linéaire" par "g(x) = −α

2 (x − a)2 + b, avec a, b ∈ R". La présence d’un choc en x dans
la solution u(., t) correspond alors à la présence dans l’enveloppe t−1-parabolique de W d’une
parabole g(x) = − 1

2t(x− a)2 + b entrant en contact en au moins deux points avec W . La masse
et la vitesse de l’amas de particules associé s’interprète géométriquement selon le schéma de la
Figure 1.10.

Fig. 1.10 – Interprétation géométrique de la masse et la vitesse d’un amas.

Condition initiale bruit blanc sur R

L’étude des propriétés statistiques de la solution u(x, t) de l’équation de Burgers (1.15)
avec condition initiale bruit blanc a suscité de nombreux travaux [AE95, Av95, Bu74, Ry98a,
Ry98b, SAF92]. Dans ce cas, (W (x), x ∈ R) est un mouvement brownien sur R et les propriétés
de la solution u(x, t) sont liées aux propriétés statistiques de l’enveloppe t−1-parabolique d’un
mouvement brownien, schématisée Figure 1.10. D’un point de vue qualitatif, la fonction a(., t)
est p.s. croissante en escalier, sans accumulation de sauts [Gr89, Av95]. Du point de vue des
particules collantes, cela signifie qu’à tout instant t > 0 toutes les particules se sont agrégées
en amas macroscopiques dont les positions forment une suite discrète de R. La loi du système
à un temps fixe t > 0 est intégralement décrite par la loi du processus de saut pur {a(x, t) =
x − tu(x, t) : x ∈ R}. Cette loi a été décrite indépendamment par Groeneboom [Gr89] et
Frachebourg et Martin [FM00].

Dans les articles [A16] et [A11], nous nous sommes intéressé à l’évolution temporelle du
système de particules lorsque le temps croît. La question principale est de comprendre quelle est
la loi du système à un temps s < t, sachant l’état du système au temps t. L’évolution du système
est régie par la dynamique totalement déterministe des particules collantes. Cette dynamique
engendre une perte d’information au cours du temps : la filtration Ft = σ(a(x, t), x ∈ R) est
strictement décroissante au sens de l’inclusion. Lorsque l’on retourne le sens d’écoulement du
temps, on obtient un processus stochastique de fragmentation schématisé Figure 1.11. L’objet
principal des articles [A16] et [A11] est de caractériser ce processus de fragmentation et donner
une description du système à un temps fixe s < t sachant l’état au temps t. Il faut donc
comprendre comment évolue la fragmentation de l’enveloppe t−1-parabolique lorsque t décroit.
La première clef pour analyser ce processus est de remarquer que
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Fig. 1.11 – Fragmentation des amas.

(i) les points de contact du brownien avec son enveloppe t−1-parabolique sont des splitting
times [Ge79] pour le mouvement brownien,

(ii) les excursions du mouvement brownien au-dessus de son enveloppe parabolique sont in-
dépendantes sachant Ft, de loi conditionnelle décrite à partir de la loi d’une excursion
brownienne normalisée conditionnée à rester au dessus d’une parabole x→ 1

2tx(1− x).
La seconde clef pour décrire ce processus de fragmentation est de calculer la loi du couple de
variable aléatoire  σ = min

{
2

s(1−s) es : s ∈ ]0, 1[
}

η = argmin+
s

{
2

s(1−s) es : s ∈ ]0, 1[
}

,

où (es : s ∈ [0, 1]) est une excursion brownienne normalisée, voir Figure 1.12. La densité de cette

0 1!

" z!>
z !> e(z)

.z(1!z)/2

Fig. 1.12 – Les variables σ et η.

loi est calculée dans [A11] et vaut

P(σ ∈ da, η ∈ dx) =
e−a2/24√

8πx(1− x)
C

(
ax3/2

)
C

(
a(1− x)3/2

)
dadx

où

C(λ) := E
(

exp
(
−

∫ 1

0
es ds

))
= λ
√

2π

∞∑
n=1

exp
(
−2−1/3ωnλ2/3

)
, pour λ > 0,
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avec 0 < ω1 < ω2 < · · · la suite des zéros de la première fonction de Airy Ai (cf [AS64] p. 446).
A noter la remarquable expression pour la loi de σ (voir [A16]) :

P(σ ≥ a) = e−a2/24C(a).

A partir de ces lois, l’article [A11] décrit le mécanisme de fragmentation d’un amas, et donne
une description complète de la loi de l’arbre généalogique d’un amas.

Condition initiale bruit blanc asymétrique

Lorsque u(., 0) est un bruit blanc asymétrique, c’est à dire

W (x) =
{

0 si x < 0
mouvement brownien si x ≥ 0,

le chaos présent à droite de l’origine se propage au cours du temps vers la gauche. Nous nous
sommes intéressé dans ce modèle à deux phénomènes. Le premier est le flux de masse qui traverse
l’origine de la droite vers la gauche. Le second est la propagation du front de choc vers la gauche.

. . . .
(x  ,M  ) (x (t),M (t)) (x (t),M (t))

.
(x (t),M (t))

.0

t t 1 1 2

particles

2 3 3

macroscopic clustersinfinitesimal
front cluster

Fig. 1.13 – Etat du système à un temps t > 0.

L’article [A15], écrit en collaboration avec J. Bertoin et Y. Isozaki, décrit complètement la
loi du flux de masse à travers l’origine à la fois à un temps fixe et d’un point de vue dynamique.
Ces lois s’expriment de nouveau à partir de fonctions liées à la fonction d’Airy Ai. Des résultats
similaires sont obtenus pour le cas où (W (x), x > 0) est l’intégrale d’un mouvement brownien.

xt

M t

0

Shock front

x !> u(x,t)

x

Fig. 1.14 – Front de choc progressant vers la gauche.

L’article [A12] est dédié à l’étude de la propagation du front de choc vers la gauche, voir
Figures 1.13 et 1.14. Ce front se propage globalement à une vitesse sub-balistique. La loi de
la position xt et de l’amplitude Mt du front s’expriment de nouveau en terme des fonctions
d’Airy Ai et Bi. De plus le comportement asymptotique de xt pour t → 0 ou t → ∞ est
obtenu grâce à une connexion avec le comportement asymptotique des premiers temps de passage
du mouvement brownien à travers un niveau. Enfin, le calcul du générateur infinitésimal du
processus (Mt, t ≥ 0) donne une description complète de la dynamique du front grâce à la
relation xt = −1

2

∫ t
0 Ms

ds
s .
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Condition initiale bruit stable

Lorsque la condition initiale u(., 0) est un processus α-stable, Bertoin [Be99] montre que la
solution u(x, t) présente des points réguliers dans deux cas de figure : lorsque u(., 0) est un bruit
de Cauchy et lorsque u(., 0) est un bruit stable de Lévy non-complètement asymétrique d’indice
α ∈ ]1/2, 1[.

Dans l’article [A13] nous étudions ces points réguliers. dans le cas bruit stable de Lévy
non-complètement asymétrique d’indice α ∈ ]1/2, 1[, nous montrons que l’ensemble des points
réguliers est p.s. discret et régénératif. De plus, les points réguliers ont une vitesse nulle et
l’évolution de la turbulence de part et d’autre d’un point régulier est indépendante. Ce dernier
résultat est physiquement intuitif. Un point régulier correspond à une particule restée isolée et
de vitesse nulle. Les particules présentes à sa droite et à sa gauche n’ont donc pas pu interagir
entres elles.

Dans le cas où u(., 0) est un bruit de Cauchy, nous montrons que l’ensemble des points
réguliers est p.s. non dénombrable mais avec une dimension de Minkowsky nulle.

3.2 Particules collantes en interaction gravitationnelle

La distribution actuelle des grandes structures de l’univers reflèteraient une petite fluctuation
de densité par rapport à la densité uniforme datant de l’époque du découplement du baryon et du
photon [VDFN94]. Cette hypothèse a suscité quelques travaux explorant la distribution de masse
obtenue dans un système de particules en interaction gravitationnelle issu d’une distribution
initiale uniforme [MP96, LS05, KL06, Vy08, Za08].

Dans les articles [A14] et [A10], nous avons étudié diverses propriétés statistiques d’un
tel modèle en dimension 1. Nous avons considéré un modèle de particules collantes dont la
dynamique entre les chocs est régie par l’hamiltonien

H =
∑

i

p2
i

2mi
+ γ

∑
i6=j

mimj |xi − xj |,

où xi,mi, pi représentent la position, la masse et le moment de la particule i au temps t et où
γ est une constante gravitationnelle. L’accélération subie par une particule est proportionnelle
à la différence des masses entre sa gauche et sa droite. Cette dynamique est une solution faible
du système 

∂tρ + ∂x(ρu) = 0
∂t(ρu) + ∂x(ρu2) = −ρ ∂xφ
∂2

xxφ = γρ

où ρ, u, φ représentent la densité massique, la vitesse et le potentiel gravitationnel en x au temps
t, voir [ERS96]. La dynamique du modèle est donc totalement déterministe et l’aléa n’est présent
qu’au niveau de la distribution initiale des particules.

L’article [A14] est consacré à l’étude du système lorsqu’au temps initial les particules sont
inertes et réparties selon la loi uniforme sur un intervalle. Nous avons étudié la distribution de la
taille des amas (plus gros amas, amas "typique", etc..) ainsi que les échelles de temps auxquelles
apparaissent différents types d’amas. Les résultats obtenus sont assez spécifiques des conditions
initiales considérées. En effet, divers travaux récents [LS05, KL06, Vy06, Vy08, Za08] ont montrés
tout un panel de propriétés possibles selon la nature des conditions initiales considérées.

L’article [A10] exhibe quant à lui des liens entre ce modèle gravitationnel et la coales-
cence/coagulation additive. Nous montrons que lorsque les particules sont réparties initialement
selon un processus de Poisson avec des vitesses vi vérifiant

vi+1 − vi = −λ
mi+1 + mi

2
, avec λ ≥ 0,
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la dynamique de coalescence des particules est alors celle d’un coalescent additif [EP98, AP98]
à un changement de temps stochastique près. Dans un second temps nous étudions une limite
hydrodynamique du système et nous montrons que la distribution de masses peut être décrite à
partir de l’enveloppe parabolique de l’intégrale d’un pont (respectivement mouvement) brownien
lorsque la condition initiale est "uniforme" (resp. "poissonnienne"). Cette connexion entre la
dynamique du système et d’une part la coalescence additive et d’autre part l’intégrale d’un
pont brownien, induit une connexion entre le coalescent additif standard [AP98] et l’enveloppe
parabolique d’un pont brownien. Plus précisément, si b est un pont brownien rendu périodique
sur R, l’enveloppe α-parabolique de

∫ x
0 b est constituée de petits morceaux de paraboles. Si

on oublie la position de ces morceaux, la dynamique selon laquelle fusionnent les morceaux de
l’enveloppe e−t-parabolique de

∫ x
0 b lorsque t croît, est celle du coalescent additif standard.

Enfin, lorsque les masses et positions initiales des particules sont données par un processus
ponctuel de Poisson, nous établissons dans [A10] un lien entre la dynamique du système de
particules et l’équation de coagulation de Smoluchowsky, ce lien étant similaire à celui exhibé
par Bertoin dans [Be02].

3.3 Quelques perspectives

D’un point de vue physique, l’étude de l’équation de Burgers et de la dynamique d’agréga-
tion ballistique en dimension supérieure serait plus intéressante. Cette analyse est cependant
beaucoup plus difficile et seules quelques propriétés sont connues, voir Poupaud [Po02], Frisch
et al. [FBV01], Bec et Khanin [BK07].

Plus proche des travaux de la section 3.1, mentionnons que les propriétés asymptotiques de
l’estimateur du maximum de vraisemblance d’une densité monotone sont reliées à l’enveloppe
convexe d’un mouvement brownien avec drift polynomial(

1
p
|x|p −W (x), x ∈ R

)
, avec p ≥ 2. (1.19)

Parallèlement, cette enveloppe convexe est intimement liée aux solutions de l’équation de Lax

∂tu +
1
q
∂x|u|q = 0, avec 1

p
+

1
q

= 1.

Menon et Srinivasan [MS10] proposent une analyse formelle de cette équation avec condition
initiale aléatoire. Cette analyse, proposant une équation dont serait solution le générateur de
u(x, t), offre une caractérisation de l’enveloppe convexe de (1.19) pour p ≥ 3.
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