
Régression Linéaire, Rappels
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Le pb général de la régression:

On cherche à prévoir une variable aléatoire Y grace aux variables
aléatoires X1,X2,...,Xp

Soit:

I ` : R× R→ R+ une fonction de coût

I F un espace de fonctions dans lequel on recherche la solution

But: résoudre le pb d’optimisation suivant

min
f ∈F

E`(Y , f (X ))



En pratique:

I on ne connait pas E`(Y , f (X ))

I on peut choisir F et `

On ”estime” ensuite E`(Y , f (X )) grace à un échantillon de
réalisations de (X ,Y )
Notations:

I X matrice des réalisations xi ,j ∈ R des Var. explicatives,n
lignes, p colonnes,

I Y , réalisations yi ∈ R



Intuition:
1
n

∑n
i=1 `(yi , f (xi )) ≈ E`(Y , f (X ))

Donc
argminf

1
n

∑n
i=1 `(yi , f (xi )) ≈ argminf E`(Y , f (X ))

I regression linéaire sur un ens. de var. données: ok
(Gauss-Markov)

I sélection de variables: pénalisation du risque empirique (Cp de
Mallows, AIC, ridge, LASSO...)



Exemples:

I Régression linéaire
F := {f : x → xβ} ` := (x , y)→ (x − y)2
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Exemples:

I Détection de ruptures
F := {fK : x →

∑K
k=1 ak IIk (x)}

` := (x , y)→ (x − y)2
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Régression linéaire:
On suppose que le modèle suivie par les données est:

yi = xi ,1β1 + xi ,2β2 + ...+ xi ,pβp + εi

pour i = 1, ..., n observations

I xi ,j ∈ R considéré comme déterministe

I β = (β1, β2, ..., βp) inconnues
I εi v.a.r., nous supposerons plus tard:

I εi iid
I E (εi ) = 0,Var(εi ) = σ2

I Gaussien

Rq: la constante peut-être inclue ou non dans le modèle, si oui on
a par exemple xi ,1 = 1



Celà s’écrit également de façon matricielle:

Y = Xβ + ε

I X matrice, n lignes, p colonnes, rg(X ) = p

I Y ∈ Rp, β ∈ Rp

I E (ε) = 0,Var(ε) = σ2

Et l’on résout le pb des Moindres Carrés Ordinaires (MCO):

min
β∈Rp

n∑
i=1

(yi − xiβ)2 = min
β∈Rp

||Y − Xβ||2



Interpétation du pb en terme de pb d’optimisation:

I On cherche à minimiser la fonction g : β →
∑

(yi − xiβ)2.

I g est convexe en β, il suffit de chercher β̂ tel que: dg
dβ (β̂) = 0

I

dg/dβ = −2X ′Y + 2X ′Xβ = 2X ′(Xβ − Y )

I ⇒ X β̂ = Y et X ′X β̂ = X ′Y

I d’ou, comme rg(X ) = p par hypothèse, X ′X est inversible et:

I

β̂ = (X ′X )−1X ′Y
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I On cherche à minimiser la fonction g : β →
∑

(yi − xiβ)2.

I g est convexe en β, il suffit de chercher β̂ tel que: dg
dβ (β̂) = 0

I

dg/dβ = −2X ′Y + 2X ′Xβ = 2X ′(Xβ − Y )

I ⇒ X β̂ = Y et X ′X β̂ = X ′Y

I d’ou, comme rg(X ) = p par hypothèse, X ′X est inversible et:
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Interpétation Géométrique:



I Xβ minimise d(Y ,M(X )): c’est donc la projection
orthogonale de Y sur M(X ) (espace engendré par les
vecteurs de X )

I Ŷ = HXY , avec HX la ”hat matrix”, matrice de projection
orthogonale de Y sur M(X )



I Ŷ l’unique vecteur t.q. Y − (̂Y ) ⊥ Xj , ∀j

I d’ou, ∀j : 〈Xj ,Y − Ŷ 〉 = 0

I ∀j : X ′j (Y − X β̂) = 0

I X ′(Y − X β̂) = 0 ⇒ Y = X β̂

I ⇒ β̂ = (X ′X )−1X ′Y et HX = X (X ′X )−1X ′
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Propriétés de l’estimateur de régression

β̂ est un estimateur sans-biais et de variance minimale:

I E (β̂) = E ((X ′X )−1X ′Y ) = E ((X ′X )−1X ′(Xβ + ε)) = β

I Var(β̂) = Var((X ′X )−1X ′Y ) =
(X ′X )−1X ′Var(Y )X (X ′X )−1

I Var(β̂) = (X ′X )−1σ2
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Théorème de Gauss-Markov: l’estimateur β̂ des MCO est de
variance minimale parmi les estimateurs linéaires -{AY }- sans-biais
de β
Preuve: à Faire



Estimateur de la variance:

I σ̂2 = ||ε̂||2/n − p, avec ε̂ = Y − Ŷ , est un estimateur sans
biais de la variance σ2

I idem pour σ̂2
β̂

= ||ε̂||2(X ′X )−1/n − p

Preuve:

I E (||ε̂||2) = E (tr(||ε̂||2))

I = E (tr(ε̂′ε̂))

I = tr(E (ε̂ε̂′))

I = tr(Var(ε̂))

I = tr(Var(HX⊥Y )) = σ2(n − p)

I Rq: un estimateur de la variance du je coefficient de la

régression est donné par σ̂
β̂j

= σ̂
√

(X ′X )−1j ,j
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But: après avoir estimé le modèle sur (xi , yi )i=1,..,n, on observe
xn+1 et on cherche à prévoir yn+1

ŷn+1 = x ′n+1β̂

l’erreur de prévision ε̂n+1 = yn+1 − ŷn+1 comprends 2 sources
d’erreurs: erreur d’estimation ||β − β̂||2 et le bruit du modèle εn+1

I E (ε̂n+1) = 0 -β̂ est un e.s.b.-

I Var(ε̂n+1) = σ2(1 + x ′n+1(X ′X )−1xn+1)

Preuve: à faire
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Pythagore:

I ||Y ||2 = ||ε̂||2 + ||ŷ ||2
I variation totale= V. expliquée par le modèle+ V. résiduelle

||Y − ȳ ||2 = ||ε̂||2 + ||Ŷ − ȳ ||2



Pythagore:

I ||Y ||2 = ||ε̂||2 + ||ŷ ||2
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I Si la constante n’est pas dans le modèle

R2 = (cos(Θ0))2 =
||ŷ ||2

||Y ||2

R2 = 1− ||ε̂||
2

||Y ||2

I Si la constante est dans le modèle:

R2 = (cos(Θ))2 =
||Ŷ − ȳ ||2

||Y − ȳ ||2

R2 = 1− ||ε̂||2

||Y − ȳ ||2
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Remarques:

I le R2 indique si la courbe de régression est proche des
observations pas si le modèle est bon: inclut la variance du
bruit

I ne marche pas si on compare des modèles de nature très
différente (additif vs multiplicatif par exemple)

I le R2 augmente si p augmente ⇒ overfitting

I R2 ajusté:

R2
a = 1− n

n − p

||ε̂||2

||Y ||2
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On suppose maintenant que ε ∼ N (0, σ2In)
but: IC, tests
ε ∼ N (0, σ2In) ⇒ yi ∼ N (x ′iβ, σ

2)
La vraisemblance du modèle vaut:

C(Y , β, σ2) =
1

(2πσ2)n/2
exp− 1

2σ2
||Y − Xβ||2

et la log-vraisemblance vaut:

log C = −n

2
log 2π − n

2
log σ2 − 1

2σ2
||Y − Xβ||2

D’ou

I β̂MV = β̂MCO

I σ̂2MV = n−p
n σ̂2
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Preuve:

I maxβ log C ⇔ minβ ||Y − Xβ||2 donc β̂MV = β̂MCO

I
∂C
∂σ2

= − n

2σ2
+

1

2σ4
||Y − X β̂||2

I d’où

σ2MV =
1

n
||Y − X β̂||2
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lois des estimateurs si la variance est connue

β̂ ∼ N (β, σ2(X ′X )−1)

β̂ ⊥ σ̂

(n − p)
σ̂2

σ2
∼ χ2

n−p
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Preuve:

Y ∼ N (Xβ, σ2In)

β̂ = (X ′X )−1X ′Y est Gaussien

E (β̂) = β, Var(β̂) = (X ′X )−1σ2

X β̂ = HXY

β̂ = (X ′X )−1X ′HXY

σ̂2 = ||ε̂||2/(n − p)

σ̂2 = ||(I − HX )Y ||2/(n − p)

Théorême de Cochran: HX et (I − HX )Y sont indé.
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lois des estimateurs si la variance est inconnue

∀j ∈ {1, .., p},

β̂j − βj
σ̂
√

(X ′X )−1j ,j

∼ Tn−p

Soit R matrice q × p, rg(R) = q 6 p alors:

1

qσ̂2
(R(β̂ − β))′(R(X ′X )−1R ′)−1R(β̂ − β) ∼ Fq

n−p
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D’où les IC et RC au niveau 1− α:

I ∀j ∈ {1, .., p},

[
β̂j − tn−p(1− α

2
)σ̂2
√

(X ′X )−1j ,j , β̂j + tn−p(1− α

2
)σ̂2
√

(X ′X )−1j ,j

]
I Pour (βj1 , .., βjq):

{
(βji ),

1

qσ2
(R(β̂ − β))′(R(X ′X )−1R ′)−1R(β̂ − β) 6 f q

n−p(1− α)

}
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Exemple: IC et RC en dimension 2:



L’hypothèse de variance constante σ2 n’est plus vérifiée

I Var(εi ) = σ2/wi

I wi des poids connus

On minimise alors:

n∑
i=1

wi (yi − x ′iβ)2

Et l’estimateur des moindres carrés pondérés s’écrit:

β̂WLS = (X ′WX )−1X ′WY

Avec W = diag(w1, ...,wn)

Preuve: à faire



WLS
Soit yi = x ′iβ + εi avec εi = σ2/wi

alors on a:

yi
√

wi = x ′iβ
√

wi +
√

wiεi

Ce qui peut s’écrire:
y∗i = x∗i β + ε∗i

Et

β̂ = (X ′∗X∗)
−1X ′∗Y

∗

β̂ = (X ′WX )−1X ′WY

Où W = diag(w1, ...,wn)



Intuition: les observations ou ou le bruit est important compte
moins dans l’estimation
En pratique: on ne connait pas les wi , on les estime par
l’algorithme suivant:

1. commencer par wi = 1, on obtient l’estimateur des MCO

2. estimer wi = σ̂/σ̂i

3. estimer β̂WLS , revenir à l’étape 2 jusqu’à convergence

Rq: cette méthode est également applicable au cas ou le bruit ε est
auto-corrélé, dans ce cas la matrice W n’est plus diagonale et on
remplace l’étape 2 par l’estimation de cette matrice de covariance



Bien souvent, lorsque l’on dispose d’observation Y et de p
variables explicatives Xj , il ne suffit pas d’appliquer les MCO.

I p peut être ”grand”

I les variables peuvent être corrélées, dépendantes

I il peut être difficile d’interpréter les résultats si trop de
variable sont dans le modèle

I surapprentissage -overfitting- possible: biais faible, variance
importante

⇒ méthodes de sélection de variable



Nous supposons disposer d’un critère C (Aj), Aj étant un sous
ensemble de (1, .., p) de taille j

I best subset selection: tester tous les sous ensembles possibles
de k variables parmi p, choisir celui qui minimise C (Aj)j=1,...,p

I forward selection:
I commencer par un modèle à 1 variable, choisir la variable qui

minimise C (A1)
I à l’étape k ajouter une variable, choisir la variable qui minimise

C (Ak) -p − k + 1 choix possibles-
I continuer jusqu’à inclure les p variables dans le modèle

I backward selection:
I commencer par un modèle comprenant toutes les variables
I à l’étape k retirer la variable qui minimise C (Ap−k)
I continuer jusqu’à ce inclure 1 seule variable dans le modèle

I stepwise: forward avec possibilité d’élimination de variable à
chaque étape (backward)

Pb: choix du critère??



Sélection de variables
On a vu précédemment que résoudre le pb de reg. linéaire revenait
à minimiser:

E ||β − β̂||2

dans la classe des estimateurs linaires en Y , ie β̂ = HpY
Heuristique de Mallows (1973):
Soit Y = X β̂ + ε et Ŷ = X β̂ = HpY , avec Hp matrice de
projection.
alors:

I 1
nE ||Y − Ŷ ||2 = 1

nE ||Y − Xβ + Xβ − X β̂‖|2

I = E ||Xβ − X β̂||2 + σ2 − 2σ2 pn
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D’ou résoudre le pb min
β̂

1
nE ||β − β̂||2 ”équivaut” en pratique à

minimiser:

1

n
||Y − X β̂||2 + 2σ2

p

n

On ajoute au risque empirique une pénalité, fonction croissante de
la dimension du modèle -ici le nombre de variables inclues dans la
régression-.
Ce résultat se généralise dans le cas des modèles additifs
semi-paramétrique.



Validation croisée: une alternative aux techniques de pénalisation
est la VC, qui permet d’obtenir une approximation de l’erreur de
prévision du modèle -pas d’overfitting-
Validation Croisée:
∀i ∈ 1, ..., n :

1. on retire l’observation (xi , yi ) de l’échantillon

2. on estime β̂−i = argmin
∑

j 6=i (yj − x ′jβ)2

3. on mesure l’erreur de VC: (yi − x ′i β̂
−i )2

On obtient:

CV =
1

n

n∑
i=1

(yi − x ′i β̂
−i )2

et on montre que

E (CV ) = E (Y ∗ − X β̂)2

Ou Y ∗est une nouvelle observation au point X



Preuve:

I β̂−i est un e.s.b de β

I E (CV ) = 1
n

∑n
i=1 E (yi − x ′i β̂

−i )2

I = 1
n

∑n
i=1 E (x ′iβ + εi − x ′i β̂

−i )2

I or E (x ′iβ + εi − x ′i β̂
−i )2 = σ2 + Var(x ′i β̂

−i )− 2Cov(εi , x
′
i β̂
−i )

I or εi ⊥ x ′i β̂
−i

I donc: E (CV ) = σ2(1 + 1
n

∑n
i=1 x ′i (X ′−iX−i )

−1xi )

or (voir précédemment):
E (Y ∗ − X β̂) = σ2(1 + 1

n

∑n
i=1 x ′i (X ′X )−1xi )
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Dans le cas de la régression linéaire, on peut montrer que:

CV =
1

n

n∑
i=1

(yi − ŷi )
2

(1− Hi ,i )2

En effet:

ε̂−ii = ε̂i/(1− Hi ,i )



Preuve:

I lemme d’inversion matriciel:
Soit M une matrice symétrique inversible p × p, u et v deux
vecteurs de taille p. Alors:

(M + uv ′)−1 = M−1 − M−1uv ′M−1

1 + u′M−1v

I X ′X = X ′−iX−i + xix
′
i

I X ′Y = X ′−iY−i + xiyi
I hi ,i = x ′i (X ′X )−1xi



Un élément de base pour ”diagnostiquer” un modèle est le signal
des résidus:

ε̂ = y − ŷ = y − Hy

Observer et analyser ces résidus est une étape importante de la
modélisation.



Nuages de points: on apprend souvent beaucoup sur la pertinence
du modèle en représentant le nuage de point des ε̂i en fonction des
xi ,j .
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Les résidus sont supposés aléatoires: l’apparition d’une structure
quelconque dans ces résidus est suspect! On doit arriver à ça:
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I nuage centré, pas de structure

I pas ou peu de valeurs aberrantes



Résidus standardisés: en utilisant le fait que Cov(ε) = Σ2(I − H),
les résidus standardisés:

ε∗i =
εi

σ̂
√

1− Hi ,i

suivent, sous l’hypothèse de normalité et d’homoscédasticité, une
N(0, 1)
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Influences: étude des outliers et des valeurs leviers:

I valeurs diagonales de la ”hat” matrice H: mesure l’effet d’une
observation des variables X - et un possible outlier en X- sur
ŷ = Hy

I distance de cook: mesure l’effet d’une observation -en X et Y-
sur ŷ



ŷi =
∑

j Hi ,jyj , Hi ,i est le poids de l’observation yi dans ŷi . Hi ,i ne
dépend pas de y mais que des variables explicatives.
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La distance de cook est définie, pour une observation i par

Di =
||ŷ − ŷ−i ||2

pσ̂2

Soit

Di =
(ε∗i )2Hi ,i

p(1− Hi ,i )
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Autocorrélation des résidus
l’estimateur des autocorrélation d’ordre k est donné par:

ρ̂(k) =

∑n−k
i=1 εiεi−k∑n

i=1 ε
2
i

Si les erreurs sont indépendantes, ρ̂(k) ∼ N(0, σ2 = 1/n).
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Analyse de l’homoscédasticité: graphe des résidus
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Dans ce qui précède nous avons supposé:

1. E (Y /X = x) = x ′β

2. Var(y/x) = σ2

3. ε normalement distribué

4. εi indépendant (non corrélés si normalement distrib.)

Nous avons également donné quelques techniques d’analyse de
données permettant de valider et diagnostiquer le modèle.

Que faire si les diagnostiques concluent à une mauvaise
spécification du modèle?



1. E (Y /X = x) = x ′β

2. Var(y/x) = σ2

3. ε normalement distribué

4. εi indépendant (non corrélés si normalement distrib.)

Transformer les données peut permettre de se ramener sous les
hyp. 1, 2 et 3. Les données corrélées ne peuvent se traiter que par
MC pondérés.
Les transformations peuvent se faire sur la réponse Y ou sur les
variables explicatives X .



1. E (Y /X = x) = x ′β transformation de Y ou X

2. Var(y/x) = σ2 transformation de Y

3. ε normalement distribué transformation de Y

4. εi indépendant (non corrélés si normalement distrib.) no way
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1. E (Y /X = x) = x ′β transformation de Y ou X

2. Var(y/x) = σ2 transformation de Y

3. ε normalement distribué transformation de Y

4. εi indépendant (non corrélés si normalement distrib.) no way



Exemples de transformations:

I x :→
√

x
I x :→ logx
I x :→ x l

I Box-cox transformations (x > 0):

gl(x) =

{
(x l − 1)/l , l 6= 0

log(x), l = 0

I fct continue et inf. différentiable en l = 0
I λ < 1: si la variance de y croit avec x
I λ > 1: si la variance de y décroit avec x
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Dérivé Matricielle

I Soit f : Rp → R , f (u) = u′Au, ∇(f ) = (A + A′)u

I ∂v ′a/∂v = ∂a′v/∂v = a



Matrices

I A matrice n × p, p 6 n: A est de rang p ⇔ A′A est inversible

I si M est inversible, (M−1)′ = (M ′)−1

I tr(AB) = tr(BA)



Décomposition QR:
Soit M une matrice n × p -n lignes, p colonnes- il existe Q,
matrice p × p, R matrice n × p triangulaire supérieure telles que:

M = QR

Cette décomposition est très utile en pratique pour résoudre des
problèmes linéaires -régression notamment-.

Ex de la régression linéaire:

Xβ = Y

QRβ = Y

Rβ = Q ′T



I U, V vecteurs aléatoires: Cov(U,V ) = E (UV ′)− E (U)E (V )′

I Var(AU + b) = AVar(U)A′

I Var(U + V ) = Var(U) + Var(V ) + Cov(U,V ) + Cov(V , u)

I Cov(U,V ) = Cov(V ,U)′

I Var(U) = E (UU ′)− E (U)E (U)′



Théorême de Cochran:
Y ∼ N (µ, σ2In), M sous-espace de Rn de dim p, P matrice de
projection orth. sur M:

1. PY ∼ N (Pµ, σ2P)

2. PY⊥(I − P)Y

3. ||P(Y − µ)||2/σ2 ∼ χ2
p



Preuve:
PY est Gaussien (comb. lin. de variables gaussiennes)

I E (PY ) = PE (Y ) = Pµ

I Var(PY ) = P Var(Y )P ′ = σ2P

I Cov(PY , (I − P)Y ) = P Var(Y )(I − P)′ = 0

I ||P(Y − µ)||2/σ2 s’écrit comme une somme de p gaussiennes
ind. centrées réduites
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