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Introduction

Introduit par R. E. Schapire (1990) puis Freund, Schapire, and
others (1996) pour la mise en pratique avec adaboost. Voir aussi
Freund, Schapire, and Abe (1999).

repose sur 2 éléments de base:

I les base learners ou weak learners
I descente de gradient

idée: si l’on dispose d’une méthode de base (arbre, régresseur. . . )
légèrement meilleure que le hasard, il est possible de booster cette
méthode pour en faire un prédicteur honorable. Booster consiste à
agréger séquentiellement des prédicteurs de base apris sur des
sous-ensembles bien choisis des données. C’est un ensemble
puissant de procedures d’apprentissage machine pour la régression,
la classification.



par rapport au bagging, le boosting gagne à la fois sur la variance et
sur le biais

Breiman and others (1998) ont interprété AdaBoost comme une
descente de gradient. Cette interprétation a permis de connecter le
boosting à des procédures d’optimisation usuelles en inférence
statistique.

Cela a permis la généralisation de l’algorithme à :

I classification avec plus de deux classes
I diversité de fonctions de perte
I boosting pour la régression
I ranking



Principes
Imaginons le jeu suivant:

on dispose d’un échantillon (xi , yi)i=1,...,n et on souhaite ajuster un modèle F (x)
minimisant l’erreur quadratique. Supposons que l’on dispose d’un modèle F (x)
fourni par un ami. En essayant ce modèle, il semble correct mais pas parfait.
Comment faire pour l’améliorer sachant que l’on s’autorise les règles suivantes:

I il est interdit de modifier les paramètres de F .
I on peut ajouter à F un modèle additionnel h “simple” et formé une

nouvelle prédiction F (x) + h(x)

Idéalement on aimerait choisir h tel que:

F (x1) + h(x1) = y1
F (x2) + h(x2) = y2

...

F (xn) + h(xn) = yn

ie

h(x1) = y1 − F (x1)
h(x2) = y2 − F (x2)

...

h(xn) = yn − F (xn)



Peut on effectuer cela avec un arbre de régression?

On peut le faire de manière approchée, ajuster un arbre de
régression aux “nouvelles données”:

(x1, y1 − F (x1)), ..., (xn, yn − F (xn))

ou les yi − F (xi) sont appelés les résidus.

Si F + h n’est toujours pas satisfaisant, on peut lui ajouter un
nouvel arbre et ainsi de suite. Le modèle ainsi obtenu aura bien sur
un meilleur ajustement aux données, mais améliore-t-on l’erreur de
généralisation? (erreur sur un échantillon test indépendant).



La méthode du gradient

V signifie un espace vectoriel normé de dimension finie dans la suite.

Définition

Soit J : V → R une fonctionnelle continue et v ∈ V , on dit que
w ∈ V − {0} est une direction de descente en v s’il existe ρ0 > 0
tel que:

J(v + ρw) ≤ J(v), ∀ρ ∈ [0, ρ0]

Il s’agit d’une direction de descente stricte si

J(v + ρw) < J(v), ∀ρ ∈ [0, ρ0]



Algorithme (descente de gradient)

I Fixer u0 ∈ V
I n← 0

répéter jusqu’à critère d’arrêt:

I trouver une direction de descente stricte wn ∈ V − {0}
I choisir ρn > 0

un+1 ← un + ρnwn

I n← n + 1

Exemple de critères d’arrêt:

Lorsque J est “aplatie” un exemple de critère d’arrêt est ||un − un+1|| ≤ ε
Lorsque J est “raide” un exemple de critère d’arrêt est |J(un)− J(un+1)| ≤ ε



Algorithme (méthode du gradient à pas fixe)

I Fixer u0 ∈ V , ρ > 0
I n← 0

répéter jusqu’à critère d’arrêt:

I wn ← −∆J(un)
I si wn = 0 alors retourner un - sinon:

un+1 ← un + ρwn

I n← n + 1



Boosting par descente de gradient
Revenons à notre jeu. Prenons comme fonction de perte
L(y ,F (x)) = (y − F (x))2/2. On cherche à minimiser, en ajustant
F :

J =
n∑

i=1
L(yi ,F (xi))

Prenons V = R et posons vi = F (xi), on a:

∂J
∂vi

= ∂
∑n

i=1 L(yi , vi)
∂vi

= F (xi)− yi

Les résidus peuvent donc être vus comme des gradients négatifs.

ri = yi − F (xi) = − ∂J
∂vi



Pour résumé:

F (xi) := F (xi) + h(xi)
F (xi) := F (xi) + yi − F (xi)

F (xi) := F (xi)−
∂J
∂vi

vk+1
i := vk

i − ρ
∂J
∂vi

(vk
i )

Dans le cas de la régression par MCO, les résidus correspondent au
gradient négatif et l’ajustement h revient à mettre à jour le modèle
par une méthode de descente du gradient (reste la question du choix
du pas de gradient, voir plus loin).



L2 Boosting

On observe un échantillon (xi , yi)i=1,...,n de réalisations de (Xi ,Yi),
Xi ∈ Rp et Yi ∈ R. On suppose que les (Xi ,Yi) sont soit iid soit
issus d’un processus stationnaire.

Dans ce cadre la minimisation de E (Y − F (X ))2 est réalisée par la
régresssion F (x) = E (Y /X = x). Le boosting a pour objectif
d’obtenir une estimation de F à partir des observations.

On se donne pour cela une estimation de base “faible” (weak
learner) appliquée de manière itérative sur les données modifiées
(pseudo-réponses). L’estimation finale est une combinaison linéaire
des estimations de base.



Ln(f ) = 1
n

n∑
i=1

(yi − f (xi))2 = 1
n

n∑
i=1

2L(yi , f (xi))

On a:

∂L(v , y)
∂v (f (x)) = y − f (x) = r

une étape du L2 boosting consiste à appliquer une méthode de
régression pour estimer itérativement r . Procéder à 2 itérations est
connu sous le nom de “twicing” (Tukey).



Notons hn la procédure de régression de base utilisée comme
apprenant faible.

plus précisément c’est une procédure qui, appliquée aux données
(Xi ,Ui) ou Ui dénotent les pseudos-réponses, retourne:

ĝ(.) = ĝX ,U(.) = hn((Xi ,Ui)i=1,...,n)

U est un vecteur de composantes Ui .

L’apprenant faible peut être représenté dans la suite comme un
opérateur:

H : U → (ĝX ,U(X1), ..., ĝX ,U(Xn))

cela inclu par exemple les méthodes de régression linéaire classique,
ridge, splines, noyau. . .



Algorithme (boosting L2)

I m = 0, F̂0(.) = 0 - fixer le pas de descente ν ∈ [0, 1]

Pour m = 1, ...,M:

I calcul des résidus Ui = Yi − F̂m−1(Xi), i = 1, ..., n - application de
l’apprenant faible au vecteur des pseudos réponses de l’étape en cours
U = f̂m(.) = ĝ(X ,U)(.)

F̂m(.) = F̂m−1(.) + ν f̂m(.)

Retourner F̂M

I remarque: le choix de M est crucial.
I le pas de descente est également important, mais une règle empirique est

de le choisir assez petit ν = 0.1 (quitte à augmenter M au prix d’un temps
de calcul plus grand).

I M et ν peuvent être estimés par VC ou par erreur OOB.



Proposition Après m itérations de boosting L2, les valeurs estimés en chaque
point d’apprentissage sont:

F̂m(X) =
m∑

k=0

(H(In − νH)k)(Y ) = (In − (In − νH)m)(Y )

L’opérateur du boosting L2 après m opération Bm : Rn → Rn est donc:

Bm = (In − (In − νH)m)(Y )

L’opérateur de la fonction de régression est donc:

Bm(Y ) = (In − (In − νH)m)(Y ) = Y − (In − νH)m(Y )



De manière heuristique, si ||I − νH|| < 1 pour une certaine norme d’opérateur,
Bm converge vers l’identité quand m→∞ et donc Bm(Y ) converge vers le
vecteur des données Y . On doit donc arrêter les itérations à un nombre M pour
réaliser un bon compromis biais/variance.

On choisit M soit par VC soit par un critère de pénalisation de type AIC, BIC
(pour cela il faut pouvoir estimer les degrés de liberté de Bm, par ex quand c’est
possible par tr(Bm)).



L2 Boosting linéaire

Yi =
p∑

j=1

βjX (j)
i + εi

ε iid centrés et indépendants des Xi ∈ Rp. Soit, avec les notations matricielles
classiques:

Y = Xβ + ε

L’ajustement du modèle par L2 boosting est basé sur un apprenant linéaire
simple coordonnées par coordonnées.

H : U → (ĝX ,U(X1), ..., ĝX ,U(Xn))



En général, la plupart des apprenants faibles emplois une méthode de sélection
de variables. Si l’apprenant sélectionne une partie Ŝ ∈ 1, ..., p des variables, on
écrira:

H : U → (ĝ
X Ŝ ,U

(X1), ..., ĝ
X Ŝ ,U

(Xn))

ou ĝ
X Ŝ ,U

(.) ne dépend que des composantes X Ŝ de X .

Revenons à un apprenant faible composé d’une régression linéaire simple. On ne
sélection qu’une variable à la fois dans {1, ..., p} en choisissant la variable
explicative qui diminue le plus l’erreur quadratique d’ajustement lors d’une
régression linéaire simple.

ĝX ,U(x) = α̂Ŝ + β̂̂SX Ŝ



Notons U le vecteur pseudo-réponse, supposons le centré: Ū = 0.

[
α̂j

β̂j

]
= (X (j)T X (j))−1X (j)T U (1)

avec X (j) = [1 X (j)]

et Ŝ = j = argminq||U − αq − β̂qX (q)||2 = argmaxqcorr(U,X (q))



I on ajuste donc une régression linéaire simple avec une seule
variable explicative sélectionnée, la plus corrélée à U.

I la condition Ū = 0 est sans conséquence pour le boosting car
on centre toujours la réponse avant.

I l’apprenant peut se simplifier si l’on centre également les
covariables, on ajuste alors des régressions simples passant par
l’origine



En pratique on utilise la fonction glmboost du package mboost.



Avec les notations adoptées, BM l’opérateur de boosting L2 coordonnée par
coordonnée s’écrit donc, à l’itération m:

Bm = I − (I − νHŜm
)...((I − νHŜ1

))

Lorsque les apprenants faibles sont linéaires, le boosting permet une
représentation approximativement linéaire, la seule non linéarité provenant de la
sélection Ŝ. Bühlmann (2006) propose donc d’estimer les degrés de liberté du
modèle de manière approchée par:

trace(Bm) ≈ trace(I − (I − νHŜm
)...((I − νHŜ1

)))

Il existe des variantes ou l’apprenant exploite un bloc de variables (au lieu d’une).



L2 Boosting à base de splines
L’utilisation de fonctions splines cubiques de lissage (noeuds splines coïncide
avec les données, pénalité basée sur l’int. de la dérivée seconde au carré) comme
apprenant faible est proposée par Bühlmann and Yu (2003). On peut également
utilisé des P-splines Eilers and Marx (1996) ou des B-splines comme dans mgcv.
Les P-splines ont été étudiées dans le cadre du boosting dans Schmid and
Hothorn (2008).

Considérons le problème de la régression unidimensionnelle:

Yi = f (xi) + εi i = 1, ..., n

ou f est régulière. Les deux composantes des P-splines sont les B-splines et les
pénalisations associées.

On peut approcher f par:

f (x) =
J∑

j=1

βjBj(x , δ) = B(x)Tβ

où Bj(x , δ) est la jème fonction B-spline de degré δ, B(x) = (B1(x), ....,BJ(x))T .
Les fonctions de bases B-splines sont définies par un ensemble de noeud
intérieurs et des noeuds additionnels sur les bords.
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Pour régulariser l’estimation, comme bien souvent on a choisit un nombre
important de noeuds, on minimise:

Q(β) = ||Y − Bβ||2 + λJ(β, d)

où J(β, d) =
∑J

j=d+1(∆dβj)2, ∆d étant l’opérateur de différences finies d’ordre
d .

L’apprenant P-spline est alors (à nombre de noeuds fixés, degré choisi, ordre de
pénalisation d fixé):

HP(U) = BT (BTB + λK)−1BTU = CλU

où λ est la pénalité, K l’opérateur de pénalisation associé à J(β, d).



La fonction gamboost du package mboost implémente cet
ajustement par boosting avec apprenant faible des P-splines.



Adaboost

On dispose d’un échantillon de données (xi , yi)1≤i≤n, X ∈ Rp, Y ∈ {−1, 1}

et d’un algorithme de classification h : Rp → {−1, 1}

Le but est de trouver un classifieur convergent vers h∗ le classifieur qui minimise
le risque associé à la perte exponentielle:

h∗ = argmin
h

E [exp(−Yh(X)]

qui a pour optimum (Friedman et al. 2000):

f (x) = 1
2 log P(Y = 1/X = x)

P(Y = −1/X = x)

et donc le classifieur associé h∗(x) = sign(f (x)) (revient à choisir 1 si
P(Y = 1/X = x) > 1/2)



ce qui équivaut à modéliser:

P(Y = 1/X = x) = 1/(1 + exp(−2h∗(x)))
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On dispose d’un algorithme de classification h : Rp → {−1, 1}. Le but est de
trouver une suite de classifieurs ht et des poids αt telle que le prédicteur:

ft(x) = ft−1(x) + αtht(x)

réalise une faible erreur (ici erreur de classification).

On prend comme fonction de perte φ(y , ŷ) = exp(−y ŷ) et on cherche à
minimiser:

En =
N∑
i=1

exp(−yi ft(xi))

En =
∑

exp(−yi ft−1(xi)) exp(−αtyiht(xi))



en notant ωt
i = exp(−yi ft−1(xi)):

En =
∑

yi=ht (xi )

ωt
i exp(−αt) +

∑
yi 6=ht (xi )

ωt
i exp(αt)

En =
n∑

i=1

ωt
i exp(−αt) +

∑
yi 6=ht (xi )

ωt
i [exp(αt)− exp(−αt)]

minimiser En revient à minimiser le 2e terme. En supposant αt indé. de ht , celà
revient pour déterminer ht à minimiser:∑

yi 6=ht (xi )
ωt
i , erreur de classification pondérée (poids aux données pour

lesquelles ft−1 s’est trompé).

le prédicteur boosting est donc obtenu séquentiellement, en zoomant à
chaque étape sur les données mal prévues à l’étape précédente



le αt optimal est ensuite obtenu en minimisant En:

∂En/∂αt =
∑

yi 6=ht (xi )

ωt
i exp(αt)−

∑
yi=ht (xi )

ωt
i exp(−αt)

s’annule en:

αt = 1
2 log

∑
yi=ht (xi )

ωt
i∑

yi 6=ht (xi )
ωt
i

Soit, en notant ε = Pt(Y 6= ht(X)) (proba. empirique sous la loi wt)

αt = 1
2 log 1− ε

ε



Algorithme (Adaboost)

I initialiser les poids des observations à ωi = 1/N
I pour t de 1 à T :

I estimer un classifieur ht sur les données pondérés par ωi
I calculer:

εt =
n∑

i=1
ωi1(yi 6= ht(xi))/

n∑
i=1

ωi

I puis αt = log( 1−εt
εt

)
I mettre à jour les poids:

ωi ← ωi exp(αt1(yi 6= ht(xi))

I calculer le classifieur final:

fT (x) = sign[
T∑
t=1

αtht(x)]





Retour sur le gradient boosting: choix du pas de gradient

Dans l’algorithme de GB, zoomons sur les étapes:

I estimer un modèle (weak) sur -gradient
I estimer le nombre d’itérations

une idée intéressante pour réaliser ces 2 étapes conjointement est de
partitionner les données en 2 échantillons indépendants:

I tirer au hasard un échantillon Sp de données parmis n estimer
un modèle (weak) sur le gradient

I estimer l’erreur oob à l’étape m de l’algorithme

ainsi, l’on réalise une pierre 2 coups: randomisation (effet bagging)
& on dispode d’une erreur oob pour éviter l’overfitting.



Implémentations

I package gbm: gradient boosting avec arbre CART comme week-learners
I package mboost: gradient boosting avec penalized regression splines d’une

seule variable comme weak learners, B-splines, modèles linéaires, stumps
I package xgboost: gradient boosting avec arbre CART ou modèles

linéaires comme week-learners, package de référence pour beaucoup de
compétitions de ML, implémentation très efficace

I package catboost: https://github.com/catboost gradient boosting avec
arbre CART, passage à l’échelle sur GPU possible

I package lightgbm: gradient boosting avec arbre CART , GOSS (Gradient
Based One Side Sampling) (inclusion des obs avec fort gradient et tirage
aléatoire des obs avec faible gradient pour accélerer le calcul des arbres)

catboost et lightgbm effectuent des transformations des variables continues en
variables discrètes pour gagner en temps de calcul/compression des données. Ils
sont reconnus pour leur implémentation efficace.

https://github.com/catboost


Calibration

Il s’agit ici d’une démarche purement empirique. Dans le cas ou
l’apprenant faible est un arbre, voilà comment il est conseillé de
procéder:

I choisir un pas de gradient faible, entre 0.05 et 0.2
I calculer le nombre d’arbre optimal (nombre d’itérations)
I à pas de gradient et nombre d’arbre fixé, calibrer les paramètres

des arbres (cf CART)
I si possible baisser ensuite le pas de gradient et augmenter le

nombre d’arbre
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